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ÖZET 
 
 
 

Bu çalışmada amacımız bir ses girdi cihazı ile alınan konuşmayı metine 

çevirmektir. Bu amaç doğrultusunda konuşmacının söylediği belirli Türkçe kelimeler 

analiz edilerek metne çevrilip; konuşmacı bağımlı, fonem-tabanlı, ayrışık bir ses tanıma 

sistemi geliştirilmek istenmiştir. 

Birinci bölümde tezin amacı ayrıntılı bir şekilde açıklanmıştır.   

İkinci bölümde sesin özelliklerinden bahsedildi.  

Üçüncü bölümde ses tanıma işlemi hakkında bilgi verildi. İşlem adımları olarak 

sesin alınması, sesin sayısal kodlanması, ses sinyalini işleme teknikleri (ses analizi) ve 

ses sinyalinin modellenmesi ayrıntılı olarak açıklandı. Ses tanıma kullanıcıları ve 

kullanım alanları ile ses tanıma avantajları ve sınırlamalarından bahsedildi. 

Dördüncü bölümde ses sinyalinin modellenmesinde kullanılan Saklı Markov 

Modelleri (SMM)’nin teorisi ve ses tanımadaki uygulaması anlatılmıştır. 

Beşinci bölümünde yine ses sinyali modelleme tekniklerinden biri olan ve 

tezimizin uygulama aşamasında faydalandığımız Yapay Sinir Ağları (YSA), teorisi ve 

ses tanımadaki kullanımı ile açıklanmıştır. 

Altıncı bölümde ses tanıma sistemimizin genel yapısı hakkında bilgi verildi. 

Sistemimizi oluşturan modüllerin uygulamamızdaki görevleri açıklandı.  

 Yedinci bölümde sistemimizin genel yapısı ve gerçekleştirimi hakkında bilgi 

verildi. 

Sekizinci bölümde elde ettiğimiz sonuçlar ve programın genel bir 

değerlendirmesi yapıldı. 
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SUMMARY 
 
 
 

In this study, our aim is to transform a speech fragment received via a sound 

reception instrument to a text fragment. To this effect, a speaker-dependent, phoneme-

based and discrete speech recognition system has been developed that is intended to 

decode certain Turkish words uttered by a certain speaker into a textual format. 

In Section 1, the aim of the thesis is explained in detail. 

In Section 2, the acoustic features of sound are presented. 

In Section 3, some background information is given about the process of speech 

recognition. The phases of this process, which are sound reception, digitalization of the 

sound, processing sound signals (sound analysis) and modelling the sound signal, are 

given a detailed explanation. Users and areas of use of speech recognition systems are 

briefly presented along with the advantages of and constraints on these systems. 

In Section 4, an explanation is offered for the theory of Hidden Markov Models 

(HMMs), which is used in modelling the sound signal, and its application in speech 

recognition. 

In Section 5, an explanation is offered for the theory of Neural Artificial 

Network (ANN) which is used in modelling the sound signal, and its application in 

speech recognition. In Section 6, some information is given about the top-level structure 

of our speech recognition system. The modules constituing our system is presented in 

terms of the tasks they perform. In Section 7, the general structure of our system and its 

implementation are described. In Section 8, an evaluation is given for the findings we 

have obtained and for the program we have realized. 

 

Keywords : Speech Recognition, Artificial Neural Networks, Fast Fourier Transform, 
Hidden Markov Models, Speaker Dependent Speech Recognition, Phoneme Based  
Speech Recognition. 
 
Year: 2005 
Page : 82 



 iii  

TEŞEKKÜR 
 
 
 
 

Tez çalışmamın gerçekleşmesi sürecinde yardımlarından dolayı tez danışmanı 

hocam Sayın Yrd. Doç. Dr. Yılmaz KILIÇASLAN’a teşekkür ederim. 

 Trakya Üniversitesi Bilgisayar Mühendisliği Bölümü tüm çalışma arkadaşlarıma 

tez boyunca verdikleri  moral desteği ve yardımlarından ötürü teşekkür ederim. 

 Ayrıca, Sayın Arş. Gör. Fatma BÜYÜKSARAÇOĞLU’na tezin son haline 

gelmesindeki yardımlarından dolayı minnettarım. 

 Tezin çeşitli aşamalarında vermiş olduğu büyük destek için  Bilgisayar 

Mühendisliği öğrencilerinden Sayın Ersin AKSOY’a teşekkürü bir borç bilirim. 

 Tez çalışmam boyunca da güvenleriyle her zaman yanımda olan aileme çok 

teşekkür ederim 

 



 iv  

 
ÖZET.................................................................................................................................i 

SUMMARY .....................................................................................................................ii 

TEŞEKKÜR ...................................................................................................................iii 

1. GİRİŞ VE AMAÇ .......................................................................................................1 

2. SESİN ÖZELLİKLERİ ..............................................................................................2 

2.1. Ses Nedir? ..............................................................................................................2 
2.2. Konuşma ................................................................................................................3 

2.2.1. Ses yolunun işlevi ve akustik analiz................................................................4 
2.2.2. Ses sisteminde uyarım.....................................................................................5 

2.3. İşitme......................................................................................................................5 
3. SES TANIMA ..............................................................................................................6 

3.1. Genel Bilgiler .........................................................................................................6 
3.2. Ses Tanıma Süreci..................................................................................................9 

3.2.1. İşlenmemiş konuşma.....................................................................................10 
3.2.2. Sesin sayısal kodlanması...............................................................................10 
3.2.3. Sinyal işleme teknikleri (Sinyal analizi) .......................................................19 
3.2.4. Ses sinyalinin modellenmesi .........................................................................21 

3.3. Ses Tanıma Kullanıcıları ve Kullanım Alanları...................................................22 
3.4. Ses Tanımanın Avantajları ve Sınırlamaları ........................................................22 

4. SAKLI MARKOV MODELLERİNİN SES TANIMADA KULLANILMASI ...24 

4.1 Giriş.......................................................................................................................24 
4.2. Bir SMM Yapısı ...................................................................................................26 
4.3. Olasılık Değerlendirmesi .....................................................................................27 

4.3.1. İleriye-dönük algoritma (Forward algorithm)...............................................29 
4.3.2. Geriye-dönük algoritma (Backward algorithm)............................................29 

4.4. “En uygun” Durum Dizisinin Hesaplanması .......................................................29 
4.4.1. Viterbi algoritması ........................................................................................30 

4.5. Parametre Tahmini ...............................................................................................30 
5. YAPAY SİNİR AĞLARININ SES TANIMADA KULLANILMASI ..................32 

5.1. Kavramlar ve Terimler.........................................................................................32 
5.2. Yapay Sinir Ağlarının Sınıflandırılması ..............................................................36 

5.2.1. Tek katmanlı ileri beslemeli ağlar.................................................................37 
5.2.2. Çok katmanlı ileri beslemeli ağlar ................................................................37 
5.2.3. Geri dönümlü ağlar .......................................................................................38 
5.2.4. Kafes yapılı ağlar ..........................................................................................39 

5.3. Yapay Sinir Ağlarında Öğrenme..........................................................................40 
5.3.1. Güdümlü öğrenme.........................................................................................40 
5.3.2. Güdümsüz öğrenme ......................................................................................41 

5.4. Çok Katmanlı Perseptron ve Geri Yayılımlı Öğrenme ........................................41 
5.5. Ses Tanımada Yapay Sinir Ağları........................................................................43 

6. SİSTEMİN TASARIMI............................................................................................46 

6.1. Üst Düzey Tasarım...............................................................................................46 
6.2. Alt Düzey Tasarım ...............................................................................................48 



 v  

6.2.1. Ses dalgası çözümleme ve ayrıştırma modülü ..............................................48 
6.2.2. FFT modülü...................................................................................................50 
6.2.3. YSA modülü .................................................................................................56 

7. SİSTEMİN GERÇEKLEŞTİRİMİ .........................................................................62 

7.1 Ses Dalgası Ayrıştırma ve Çözümleme Modülünün Gerçekleştirimi ...................62 
7.2 FFT Modülünün Gerçekleştirimi ..........................................................................64 
7.3 YSA Modülünün Gerçekleştirimi .........................................................................68 

8. SONUÇ.......................................................................................................................74 

KAYNAKLAR ..............................................................................................................75 

ÖZGEÇMİŞ...................................................................................................................77 



 1  

1. GİRİŞ VE AMAÇ 

 
 
 
 

Günümüze kadar yapılmış olan ses tanıma sistemleri geliştirmeye yönelik 

çalışmalar henüz istenen düzeyde sonuçlar üretmekten uzaktır. Bu eksiklik bütün diller 

için geçerli olduğu gibi, Türkçe üzerinde de kendisini hissettirmektedir.  

Çalışma bir yönüyle sesin analizine yönelik matematiksel analizleri içerirken, 

diğer yönüyle bu analizler neticesinde ortaya çıkacak modellerin bir yazılım 

platformunda gerçeklenmesi çalışmalarını kapsamaktadır. 

Yapay Sinir ağları, ses tanıma işlemini gerçekleştirmek amacıyla geliştirdiğimiz 

sistemimiz içinde önemli bir yere sahiptir. Amaçlanan sistemin gerçekleştirilmesi 

halinde hem ses analizine teorik katkıda bulunmuş olacağız, hem de ses tanıma alanında 

Türkçe ile ilgili bir eksiği kısmen tamamlayacağız. 

 Bu çalışmada tek bir konuşmacıya bağımlı olan, konuşmacının sınırlı sayıda 

kelime kullanabileceği, fonem tabanlı, ayrışık  bir ses tanıma sistemi gerçekleştirilmesi 

amaçlanmıştır. Sistem tek bir kullanıcı için geliştirilmiştir. Bu nedenle sadece bu 

kullanıcıya ait konuşmaları tanıyacaktır. Sistemden tanımasını beklediğimiz kelimeler 

“kadın”, “erkek”, “evet” ve “hayır” kelimeleridir.  

 Çalışmanın ilk bölümünde sesin önemli özelliklerinden, işitme ile  konuşmanın 

nasıl gerçekleştiğinden bahsedildi. İkinci bölümde, ses tanıma işlemi aşamaları sırasıyla 

anlatıldı. Aşamalar olarak, analog ses sinyalinin kaydedilerek sayısallaştırılmasının 

anlatıldığı sesin sayısal kodlanması, sayısal ses verisi üzerinde yapılan sinyal analizinin 

anlatıldığı sinyal işleme teknikleri ve son olarak da ses sinyali üzerinde sınıflandırma 

işleminin yapıldığı ses sinyalinin modellenmesi aşaması ayrıntılı olarak açıklandı. Aynı 

bölümde ayrıca ses tanıma sistemi kullanıcıları ve kullanım alanları ile ses tanıma 

sistemlerinin getirmiş olduğu avantajlar ve dezavantajlar anlatıldı. Üçüncü bölümde, ses 

sinyalinin modellenmesi aşamasında faydalandığımız Saklı Markov Modellerinin ses 

tanımadaki kullanımı açıklandı. Dördüncü bölümde ise yine aynı aşamada 

kullanılabilen ve bizim de çalışmamızın temelini oluşturan Yapay Sinir Ağlarının teorik 

yapısı ve ses tanımaya uygulanmasından bahsedildi. Beşinci bölümde, ses tanıma 

amacıyla geliştirmiş olduğumuz uygulama hakkında bilgi verildi. 
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2. SESİN ÖZELLİKLERİ 
 
 
 
 
2.1. Ses Nedir? 
 
 
 

Ses, insan kulağını etkileyerek işitme duyusu oluşturan hava molekülleri 

titreşimleri, ya da bunların neden olduğu ufak hava basınç değişimleri gibi, ya da bu 

fiziksel olayın neden olduğu işitsel izlenim gibi tanımlanır.  

Ses fizyolojisi ile ilgili bazı önemli kavramları şöyle açıklayabiliriz: 

Ses Dalgası : Ses sıvı, katı, gaz ortamlarında 20 Hz  ile 20 KHz arasındaki insan 

kulağının algılayabileceği basınç değişiklikleri olarak tanımlanmaktadır. Bu frekans 

aralığındaki mekanik dalgalar işitme duyumuzu uyardıklarından, bizim için özellikle 

önemli olan ses dalgalarını oluştururlar.  

İnsan kulağına bir ses dalgası geldiğinde kulak ses dalgasındaki basınç 

değişikliklerini  sinirlerdeki itkilere çevirir ve bunlar beyinde duyulan sesler olarak 

yorumlanır.  

En basit ses dalgasının sadece bir frekansı ve sabit bir genliği vardır. Buna sinüs 

dalgası adı verilir. Şekil 2.1’de basit bir sinüs dalgası grafiği görülmektedir. 
 
 
 

 
Şekil 2.1. Basit bir sinüs dalgası 

Dalgaboyu

Dalgaboyu

Dalgaboyu

Dalgaboyu
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Frekans : İki tepe arasındaki uzaklık dalga boyudur. Bir saniyede gözlenen dalga 

tepesi sayısına frekans denir. Frekans sesin tizliğini belirler. Saniyedeki çevrim (Cycle 

Per Second-CPS) veya Hertz (Hz) ile gösterilir. Düşük frekanslar bas sesler, yüksek 

frekanslar ise yüksek seviyeli seslerdir.  

Genlik : Sesin diğer bir karakteristik özelliği genliğidir. Sesler yumuşak veya 

yüksek olurlar. Bu havada, havayı sıkıştırmak için kullanılan güce bağlı olan bir tür 

küçük veya büyük basınca karşılık gelir. Ses gücü veya seviyesi için desibel (dB) birimi 

kullanılmaktadır. Kulağın algılama özelliği ile ilgili yapılan çalışmalarda ses gücünün 

artması ile hissedilen ses artışının doğrusal olmadığı ve logaritmik bir ses şiddeti ile 

duyma olduğu anlaşılmıştır. Bu nedenle algılanan ses logaritmik bir büyüklüktür. 

Haberleşme sistem ve cihazlarının yapısı ve ölçü birimleri de bu sebepten logaritmik 

olarak düzenlenmiştir.  

Gürültü : Periyodik olmayan titreşimlerdir. Kulağın, teknik duyumu bakımından 

sınırları zorlayan ve psikolojik rahatsızlık doğuran seslere gürültü diyoruz (bkz. 

http://www.linuxfocus.org/English/March2003/article271.shtml). 
 
 
 

2.2. Konuşma 
 
 
 

Ses dalgası, ses üretim sistemini meydana getiren anatomik yapıların istemli 

hareketleri sonucunda oluşan, akustik bir basınç dalgasıdır. Bu sistemin ana bölümleri 

ciğerler, nefes borusu, gırtlak, boğaz, ağız boşluğu ve burun boşluğudur. Teknik terim 

olarak boğaz ve ağız boşluğu ‘ses yolu’ olarak tanımlanır. Dolayısıyla ses yolu, gırtlak 

çıkışından başlayıp, dudaklarda sona erer. Burun yolu ise damaktan başlar burun 

deliklerinde sona erer. Ses üretimi için kritik olan anatomik yapılar, ses telleri, damak, 

dil, dişler ve dudaklardır. Ağız iyice açıldığı zaman ağız boşluğunun arka tarafında 

duran damağın yumuşak uzantısına ‘küçük dil’ denir. Ses yolunu oluşturan bu anatomik 

yapılar, farklı pozisyonlar alarak değişik sesleri oluştururlar. Ses yolunun yapısı      

Şekil 2.2’de görülmektedir. 

 

 

 



 4  

 
Şekil 2.2. Ses yolunun yapısı 

 
 
 
2.2.1. Ses yolunun işlevi ve akustik analiz  
 
 
 

İnsan sesinin dalga şeklini incelediğimizde, fiziksel sistem zamana bağlı olarak 

değiştiği için, dalga şeklinin de zamanla değiştiğini görürüz. Konuşma sesleri, kısa 

süreler boyunca benzer akustik özellikler gösteren ses parçalarına ayrılabilir. 

Ses sinyallerinin zamana bağlı dalga şekillerine bakılarak, sinyal periyotları, 

yoğunlukları, süreleri ve her bir ses parçasının sınırları tespit edilebilir. Ancak, ardarda 

gelen sesler birbirlerini etkilerse bu sınırları belirlemek mümkün olmayabilir. İnsanların 

ses üretme ve sesi algılama sistemlerindeki organların yapılarından kaynaklanan bazı 

sınırlamalardan dolayı, ses dalga şeklinde değişime sebep olan yapıların pozisyonlarının 

kısa zaman aralıklarında değişmediği farzedilebilir (Kuş, 1998). 
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2.2.2. Ses sisteminde uyarım 
 
 
 

Sesin başlıca özelliği, uyarım şeklidir. İki temel uyarım şekli vardır. Bunlar 

ötümlü ve ötümsüz uyarımlardır. Bunlardan başka ötümlü uyarım, ötümsüz uyarım ve 

sessizliğin birleşimi sonucunda oluşan dört tip uyarım daha vardır; karışık, patlamalı, 

fısıltı ve sessiz uyarım (Kuş, 1998). 

Ötümlü sesler, havanın nefes borusundan veya ses telleri arasından geçmeye 

zorlanmasıyla gırtlakta üretilir. Ötümsüz sesler, hava akımının sıkıştırılmış ses yolundan 

geçmeye zorlanması ile üretilirler. Birbiri ardınca, ötümlü-ötümsüz olarak üretilen 

seslere ‘karışık sesler’ denir. Patlamalı seslerde ses yolunun son kısmı kapatılarak 

içeride basınç oluşması sağlanır. Basınçlı hava, aniden bırakılarak bu sesler üretilir. 
 
 
 
2.3. İşitme 
 
 
 

İşitme sistemi bizim işitme duyumuzdan sorumludur. Bu sistem akustik ses 

dalgalarını alır ve onları beyin tarafından yorumlanan sinir kodlarına dönüştürür. 

İnsanın dış dünya ile ilişki kurmasını sağlayan beş duyu organından biri de kulaktır. 

Kulak ses titreşimlerini sezer ve sinir uyarılarına çevirerek beyne yollar. Gerçek ses 

algılaması beyinde olur. Kulak ve beyin arasındaki ilişki, seslerin algılanmasını, 

işlemlerden geçmesini ve seslerin taklit edilebilecek şekilde öğrenilmesini sağlar. İşitme 

sistemi dört ana bölümden oluşur: dış kulak, orta kulak, iç kulak ve beyine giden sinir 

yolları. 

İşitmenin gerçekleşebilmesi için; 

a)     Sesin olması, 

b)     Sesin kulağa ulaşması, 

c)     O sesin insan kulağının alabileceği frekans ve şiddet  sınırları içinde olması,  

d)     Sesin kulaktaki dış, orta ve iç bölümleri aşması,  

e) Sesin işitme merkezine ulaşması ve merkezce algılanması,  

gerekmektedir. 
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3. SES TANIMA 
 
 
 
 
3.1. Genel Bilgiler 
 
 
 

Ses tanıma bir akustik sinyali bir karakter setine dönüştüren bir işlemdir. Son 

yıllarda geniş bir kullanım alanı bulmuştur. Tanıma işlemi bazı farklı teknolojiler ve 

uygulamalar gerektirir. Ses tanıma alanında 1950’li yıllardan günümüze kadar yapılan 

araştırmalarda en yüksek doğruluk yüzdesi her zaman için gerçekleştirilmek istenilen 

hedeflerin başında gelmiştir. Bu amaca ulaşmak için gerçekleştirilen ses tanıma 

sistemleri sinyal işleme, akustik, model tanıma, haberleşme ve bilgi teorisi, dilbilim, 

psikoloji ve bilgisayar bilimi gibi bir çok disiplini kendi doğası içinde barındırmaktadır. 

Ses tanıma alanında yapılan çalışmalarda bu disiplinler son derece iyi bir şekilde 

kavranmalı, bir başka deyişle ses tanıma alanına uygulanmalıdır (Rabiner, 1993). Ses 

tanıma bu disiplinlerle bağlantılıdır, ama araştırmacılar kendi alanları ile doğru eşleşme 

yapma yöntemini uyguluyorlar. Bu disiplinlerden ve ses tanımadaki uygulamalarının ne 

şekilde olduğundan bahsedelim. 

 

Sinyal İşleme: Bir ses sinyalinden gerekli bilgiyi en etkili ve en uygun şekilde çıkarma 

işlemidir.  

Fizik: İnsan sesinin akustik ve fiziksel mekanizması ile ilgilidir (konuşma sistemi ve 

duyma mekanizması gibi). 

Model Tanıma: Veriyi prototip olan modellerde gruplamak ve bir çift modelin 

özelliklerini temel alarak eşlemek için kullanılır.  

Haberleşme ve Bilgi Teorisi: Bazı ses modellerini belirleyen metotlardır. 

Dilbilim: Dil içinde kodlanan ifadelerin sessel, morfolojik, sentaktik, semantik ve 

pragmatik düzeylerdeki yapısını ve işlevlerini ve bu düzeyler arasındaki ilişkileri 

inceler. 

Fizyoloji: Ses tanıma çalışmalarında insan sinir sisteminde sesi anlama ve sesi 

üretmedeki mekanizmayı anlamak için kullanılır. 
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Bilgisayar Bilimi: Yazılım ve donanımda çeşitli metotların uygulanması için etkili 

algoritmaların yaratılmasıdır. 

Psikoloji: Basit görevlerde, insanlar tarafından kullanılan teknolojiyi etkin hale getiren 

faktörleri anlama. 

Ses tanıma işlemi için kullanılan bazı teknikler vardır. Peki bu tekniklerin 

geçerlilik sınırları nelerdir? Bu kompleks bir sorudur, çünkü bu durum bir sistemin 

değerlendirilmesinde kullanılan bazı koşullara dayanır. Bu koşullar aşağıdaki gibi 

sıralanabilir: 

 

Konuşmacı Bağımlı/Bağımsız Sistemler (Speaker Dependent/Independent Systems):  

Konuşmacı bağımlı sistemler için belirli bir kullanıcı tarafından daha önce 

tanımlanmış bir kelime ya da cümle ele alınır. Bu çeşit sistemler olanakların ve zamanın 

sistemin bir konuşmacıya bağımlı olarak eğitilmesi için yeterli olduğu masaüstü 

uygulamaları için kullanılırlar. 

Konuşmacı bağımsız sistemler konuşmacılardan alınan çok miktarda ses 

örnekleriyle bir ön öğrenmeden geçirilir. Kullanıcı böyle bir sistemi hemen kullanmaya 

başlayabilir. Böylece işlemler çok daha kolaylaşır. Bu sistemin dezavantajı, bir dil için 

bütün konuşmacı varyasyonlarını modellemenin imkansız olmasıdır. Konuşmacı 

bağımsız sistemler özel konuşmacı eğitimine gerek duymazlar. Bu bir avantaj olarak 

görülse de daha düşük kalitede performansa sahiptirler. 

Konuşmacı bağımlı sistemlerin performansı konuşmacı bağımsız sistemlere göre 

çok daha yüksektir. Ancak bir sistemin kullanım alanını arttırmak için amaç 

konuşmacıdan bağımsız bir sistem olmasıdır. Fakat, tahmin edilebileceği gibi, bunu 

başarmak konuşmacıya bağımlı bir sistem geliştirmekten daha zordur. 

 

Ayrışık Kelime Tanıma (Isolated Word Recognition):  

Ayrışık kelime tanıma kısa aralıklarla seslendirilen kelimelerin tanınmasıdır. 

Doğal konuşmada, bütün kelimeler arasında duraklama olmaz. Duraklamalar bazı 

kelime grupları arasında vardır. Fakat, bu tür sistemlerde kelimeler arasında 

duraklamalar söz konusudur. Bu avantaj sayesinde sistem kelimeler arası sınırları 

bulmakla uğraşmaz. Kelimeler analiz edilir ve daha önceden hazırlanmış modellerle 

karşılaştırılırlar. 
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Sürekli Ses Tanıma (Continuous Speech Recognition):  

Sürekli ses tanımada ara verilmeden seslendirilen kelimelerin tanınması 

amaçlanır. Bu sistemler bir tanıma işleminin asıl hedefidir. Bir kelimenin ne zaman ya 

da nasıl sonlandırıldığı sorun değildir. Kelimeler gerçek zamanlı olarak tanınırlar ve 

sonrasında bir aksiyona önderlik ederler. Konuşmadaki değişkenlikler, telaffuzlar ve 

gerçek zamanlı işlem sorunu bu tanıma modu için başlıca sorunlardır. 

 

Fonem Tabanlı Ses Tanıma (Phoneme Based Speech Recognition):  

Fonların fonemlere dönüştürülmesi ve tanıma işleminin buna dayandırılmasına 

fonem tabanlı ses tanıma denir. Fon dildeki anlam ayırıcı en küçük öğedir. Konuşma 

organlarının, anlamlı kelimeler ve cümleler oluşturmak için düzenli olarak çalışması 

sonucu çıkan birimlerdir. Fonların simgesel olarak ifade edilmesi sonucu oluşan 

simgeler fonem (phoneme) olarak adlandırılır. Ters bir tanımlama yapılacak olursa 

fonemlerin seslendirilişiyle fonlar oluşur. Tanıma sırasında seçilen birimler ikili fonem 

(diphone), üçlü fonem (triphone), hece veya kelimenin tamamı olabilir (Mengüşoğlu, 

1999). Türkçe’de her bir fon alfabetik bir simge ile ifade edilebildiğinden dolayı 

alfabetik simgeler aynı zamanda fonem olarak da adlandırılabilir. Fonem tabanlı bir 

sistemde sözcük sınırı yoktur. Bu tür sistemlerin karşı karşıya bulunduğu önemli bir 

konu da fonemlerin ardarda sıralanması sırasında ortaya çıkan geçişlerdir. Bu geçişler 

sırasında insanın gırtlak yapısının bir sonucu olarak bir fonemin seslendirilmesi, bir 

sonraki fonem başladığında hala bitmemiş olur. Bu sebeple kesin bir sınır konulamaz. 

Bu durum sesli ifadenin kesimlenmesinde bir dezavantaj oluşturmaktadır. Yani sesli 

ifadenin fonemlere ayrılması sırasında fonem sınırlarının belirlenmesinde zorluklar 

görülür. 

 
Kelime Tabanlı Ses Tanıma (Word Based Speech Recognition):  

Tanıma için öngörülen en küçük birimin kelime kabul edildiği sistemlerdir. 

Doğruluk yüzdesi fonem tabanlı ses tanıma sistemlerine göre daha yüksektir. Çünkü 

fonemler arası geçişlerin olumsuz etkisi burada gözlenmez. Bu tür sistemlerde kelime 

sayısı sınırlı tutulmak zorundadır. 
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3.2. Ses Tanıma Süreci 
 
 
 

Ses tanıma işlemi sözlükteki bir kelimenin söylenişine karşılık gelen özellik 

vektörleri dizisinin haritalanması olarak düşünülebilir. Konuşmadaki özellik 

parametreleri belirlendikten sonra bu parametreler için istatistiksel bir model bulunur. 

Buna akustik modelleme denir (Yaşaroğlu, 2003). Konuşmacıların söylediği konuşma 

sinyallerinin akustik modelleri veritabanını oluşturur. Bütün bu veri tabanında arama ve 

verilen bir sinyal için sözlükteki en iyi eşleşmeyi seçme  tanıma işlemini gerçekleştirir. 

Bir tanıma sürecinin çözümünde kullanılan denklem şudur: 

)(
)|()()|(maxarg

AP
WAPWPAWPW ==  

Yani, akustik sinyal A’nın verdiği en uygun W kelimesini bulmalıyız. P(W) 

kelimenin olasılığını belirler ve dil ile ilgilidir. Yani, dil modelleri P(W)’nin bulunması 

için geliştirilmiştir. P(W|A), W kelimesinin verdiği akustik sinyalin durum olasılığıdır. 

P(A) kaydedilen sinyalin olasılığıdır, kaydedildikten sonra tüm kayıtlar için benzer olur. 

Sonraki problem, P(W|A) ile P(W) ürünlerinin maksimum değerini bulmaktır. 
 
 
 

 
Şekil 3.1. Standart bir ses tanıma sistemi yapısı 

İşlenmemiş konuşma
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TANIMA
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Özellik vektörleri
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Ses tanıma sürecinde konuşmacının söyledikleri sisteme verildiğinde öncelikle 

kaydedilir. Böylelikle, elimizde işlenmemiş konuşma verisi olur. Sonraki aşama ses 

sinyalinin sayısallaştırılmasıdır. Sayısallaştırılan ses sinyali üzerinde sinyal işleme 

teknikleri (sinyal analizi) uygulanılarak sesin ayırt edici özellikleri ortaya çıkarılır. 

Sonra sinyal işleme sonucunda oluşan özellik vektörleri bazı teknikler ile modellenir. 

Modellemenin sonucunda kelimenin söylenişine karşılık gelen özellik vektörleri 

dizisinden bir kelime modeli elde edilir ve bu model veritabanında bulunan şablonlarla 

karşılaştırılır. Bütün bu veritabanında arama ve verilen sinyal için en iyi eşleşmeyi 

seçme ile ses tanıma işlemi gerçekleştirilir. Bütün bu aşamalar sonraki bölümlerde 

ayrıntılı olarak açıklanacak. 
 
 
 
3.2.1. İşlenmemiş konuşma 
 
 
 

Ses girişini alma işlemi farklı teknolojiler ve uygulamalar gerektirir. Konuşma 

girdi cihazı genellikle bir mikrofon veya bir telefondur. Konuşma çoğunlukla yüksek bir 

frekansta örneklenir, (örneğin bir mikrofonda 16 KHz veya telefonda 8 KHz olarak). 

Bu, bize zaman üzerindeki bir dizi genlik değerini verir.  
 
 
 
3.2.2. Sesin sayısal kodlanması 
 
 
 

Ses analogdur ve işlenebilmesi için öncelikle analog formdan sayısal forma 

dönüştürülmesi gerekir. Bunu yerine getirmek için geliştirilmiş olan farklı kodlama 

metotları vardır. Kodlama metotlarının çoğu kodlayıcıya girilen ve kod çözücüde 

görülen ses arasındaki farkedilir gecikmeden kaçınmak için yüklenmesi gereken, sayısal 

hatlar üzerindeki gerçek zamanlı ses iletimi için geliştirilmiştir. Bu gerekliliğin sayısal 

kodlamada mesajı saklamak için kullanımı uygulanamaz, bu nedenle bu uygulama için 

değişken fazlalığını kullanmak gibi daha büyük bir özgürlük vardır (Holmes, 2001).  

Rasgele seçilmiş bir ses sinyali üretmek için bantgenişliği terimlerinden gerekli 

bilgi oranının (bits/s) ve sinyalin bantgenişliğinde belirlenmesi gereken doğruluk 
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derecesinin hesaplanması gerekir. Tipik telefon kalitesi için bantgenişliği 3 KHz ve ses-

sinyal oranı 40 dB olabilir. Bu durumda bilgi oranı 40.000 bit/s’dir. Yüksek bir aslına 

uygunluk için tek sesli ses üreten sistemde bantgenişliği beş defa daha iyi olabilir ve ses 

sinyalinin en tepe noktasının altında 60-70 dB ses sinyal oranında olabilir. Bu durumda 

30.000 bits/s civarındaki bir oran herhangi bir sistem tarafından üretilmiş olabilecek 

olası ayrık sinyallerden birini açıkça belirlemeyi gerektirir. 

Bu ifadelere karşın, bilinen şudur ki insandaki kavramsal süreçler dakikadaki 

onlarca bit fazlalığında bir bilgi oranını hesaba katmaz. Böylece iletilen bir bilgi 

oranının uygulanmasında 1,000 ve 10,000 arasında bilgiyi kullanılır.  Bu büyük oran 

gösteriyor ki bir ses kanalındaki tüm bilgi kapasitesi ses iletimi için gerekli olmayabilir. 

Maalesef, bir haberleşme mühendisi için, insan dinleyici, kavramsal süreçler için uygun 

olan onlarca bit dikkate alınarak seçilen sinyal durumlarına karar vermede çok seçici 

olmalıdır. Genelde dinleyici mesaja odaklanır, yüksek derecede gereğinden fazlalığı 

olması normaldir. Bununla birlikte dinleyici konuşmacının ses kalitesine özellikle 

dikkat etmelidir. 

Burada ses kodlamada ağırlıkla durulabilecek ses iletiminin iki özelliği vardır. 

İlk olanı insan işitsel sisteminin sınırlı kapasitesidir. İşitsel sınırlar konuşmacının sesin 

yeniden üretimindeki çeşitli eksikliklerden etkilenmemesini sağlar. Ses kodlama sistemi 

tasarlanırken bu aynı zamanda avantajlı da olabilir. Şöyle ki, konuşma mekanizması 

fizyolojisi meydana gelebilecek sinyal tipleri üzerinde güçlü kısıtlamalar koyar ve bu 

gerçek bir ses hattından alınan insan ses üretimindeki bazı durumları modellemede 

kullanılabilir (Holmes, 2001). 

Kodlama metotları üç genel sınıfa bölünebilir: 

1. Basit dalga formu kodlayıcıları, veri oranı 16 kbits/s üzerinde işlem yapar: 

a. Darbe Kodu Modülasyonu (Pulse Code Modulation-PCM) 

b. Uyarlanabilir Diferansiyel Darbe Kodu Modülasyonu (Adaptive 

Differential Pulse Code Modulation-ADPCM) 

c. Delta Modülasyonu (Delta Modulation-DM) 

2. Analiz/Sentez sistemleri şunlardır: 

a. Kanal Ses Kodlayıcılar (Channel Vocoders) 

b. Sinüsoid Kodlayıcılar (Sinusoidal Coders) 

c. LPC Ses Kodlayıcılar (LPC Vocoders) 
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d. Biçimlendirici Ses Kodlayıcılar (Formant Vocoders) 

e. Etkin Parametre Kodlama (Efficient Parameter Coding) 

f. Parçasal/Fonetik Yapıdaki Ses Kodlayıcılar (Vocoders based on 

segmental/phonetic structure) 

3. Orta düzey sitemler, yukarıdaki iki kategorinin bazı özelliklerine sahiptir ve 4-

32 kbits/s bölgesindeki geniş bir alanı kapsar: 

a. Alt-Bant Kodlama (Sub-band Coding) 

b. Kalanı basit kodlama ile doğrusal tahmin (Linear prediction with simple 

coding of the residual) 

c. Uyarlanabilir Kestirimci Kodlama (Adaptive predictive coding) 

d. Çoklu-sinyal LPC (Multipulse LPC) 

e. Kod-uyarımlı Lineer Tahmin (Code-excited linear prediction-CELP) 

 

Tezimiz doğrultusunda kodlama metotlarından olan basit dalga formu 

kodlayıcılarından kısaca bahsedelim. 
 
 
 

Basit Dalga Formu Kodlayıcıları 

Dalga formu kodlayıcıları, mikrofon ve ilgili olduğu analog devrelerin ürettiği 

gerçek dalga şeklini kopyalamaya çalışır.  

 

a. Darbe Kodu Modülasyonu (Pulse Code Modulation-PCM) 

Analog sesi sayısal forma dönüştürmenin yolu örneklemedir. Sinyal bir saniye 

içerisinde birçok kere örneklenir, dalganın yüksekliği kaydedilir. Aslında burada 

ölçülen yüksekliğin logaritmasıdır. Sinyalin yüksekliğini devamlı olarak ölçmek 

imkansız olduğu için sadece belli örnekleme zamanlarında ve sınırlı sayıda örneklerle 

sinyalin yüksekliği ölçülür.  

Sayısal ses, analog ses sinyallerinin bit olarak adlandırılan ikilik sistemdeki "1" 

ve "0" olarak işaretlenmiş halidir. PCM, 64Kbps data olarak sayısallaştırılmış ses 

sinyalidir. Analog ses sinyali saniyede 8000 defa örneklenir. Her bir örnek 8 bit'dir. Bu 

da toplamda 8bit x 8000/s=64.000 bit/s eder. Bu oran Harry Nyquist tarafından 

geliştirilen Nyquist teoreminden türetilmiştir (Nyquist, 1928).  
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Nyquist Teoremi:  

Bir saniye içerisinde ihtiyacımız olan örnek sayısını hesaplayabilmek için Nyquist 

teorisine bakmamız gerekir. Nyqusit teoreminde 4000 KHz’lik bir örnekleme ile 

iletişim kanallarının yüksek frekanslı sesleri de yakalayarak taşıyabileceğine karar 

verilmiştir. Bu teoriye göre bir sinyali tamamı ile kopyalamak için N tane örnek almak 

gerekir. N ise şu formülden bulunabilir: 

  

N = 2 x sinyal bantgenişliği = 2 x 4000 = 8000 

 

Saniyede 8000 örnek yeterli bir değer olacaktır. Bu 125 mikro saniyede bir 

örnek alınmasına müsaade eder. 

Sesin analog seviyeleri 255 adet sayısal seviyeye dönüştürülür. 255 ayrık sayısal 

seviye 8 bitlik veri blokları ile sağlanabilir. Dolayısıyla bir saniyelik ses iletimi için, 

8000 x 8 = 64.000 bps bir bant-genişliğine ihtiyaç duyar.  
 
 
 

 
Şekil 3.2. Ses sinyalinin örneklenmesi 
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Şekil 3.3. Analog ses sinyalinin PCM ile sayısallaşması 

 
 
 

Sayısal dönüştürme sırasında giriş ses sinyali Şekil 3.4’deki gibidir (bkz. 

http://www.tonmeister.ca/main/ ve http://www.terratec.de/4G/2496-en.pdf ):  
 
 
 

Şekil 3.4.  

 
 
 

Daha sonra bu sinyal Şekil 3.5’te görüldüğü üzere belirli örnekleme aralıklarına 

ayrılır. Burada voltaj değeri genliğe göre belirlenir. Düşük voltaj değerleri daha sık 

aralıklarla, yüksek gürültülere karşılık gelen voltaj değerleri ise daha uzun aralıklarla 

numaralandırılır. Bunun nedeni insan kulağının logaritmik olarak duymasıdır. 
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Şekil 3.5. 

 
 
 
Örnekleme sonrasında dönüştürücü, Şekil 3.6’daki gibi ortalama değere sahip 

sinyalleri ortamdan ayırarak kalanları örnekleme değerine uygun biçimde yuvarlar.  
 
 
 

 

Şekil 3.6.  
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Şekil 3.7.  
 
 
 

Sonrasında Şekil 3.7’de görüldüğü gibi her sinyale sayısal bir değer atanır. 16 bit 

ses örneklemede bu değer 0-16,536 arasında değişirken, 24 bit ses örneklemede 0-

16,700,000 arasında olabilir. Sinyalin karşılığı olan değer bir tam sayıya denk 

gelmiyorsa, dönüştürücü bu değeri en yakın üst veya alt değere yuvarlar. Bu işleme 

kuantizasyon (quantization) işlemi adı verilir. Şekil 3.8’de bu işlem görülebilir. Bu 

işlem sonucunda bazı hata payları yani kuantizasyon kayıpları oluşur. Sayısallaştırma 

işleminin tersi, analog sesin tekrar elde edilmesi sırasında oluşan bu kuantizasyon 

kayıpları yüzünden asıl analog ses hiçbir zaman üretilemez. Ancak insan kulağı bunu 

çoğu kez algılayamaz. 
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Şekil 3.8. 
 
 
 

Son olarak dönüştürücü, yeniden biçimlendirme filtresini kullanarak orijinal 

eğriye yukarıdakinden daha yakın bir form oluşturmaya çalışır. Yukarıdaki örnekte 

olayı daha iyi görebilmek için aralıkları bilerek biraz büyük tuttuğumuzu belirtelim. 

Filtreden geçen ses eğrisi sonuç olarak Şekil 3.9’dakine benzer:  
 
 
 

 

Şekil 3.9. 
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b. Uyarlanabilir Diferansiyel Darbe Kodu Modülasyonu (Adaptive Differential Pulse 

Code Modulation-ADPCM) 

Ses sıkıştırma tekniklerinden birisidir. 16-40 Kbps arasında sıkıştırma yapar. 32 

Kbps ADPCM sıkıştırması ile 64 Kbps PCM arasında pratikte konuşma kalitesinde fark 

yoktur. Saniyede 8000 analog sinyal örneği alınır. Bant-genişliğini azaltmak için 

öngörülü metotlar kullanır. Bant-genişliğini azaltmak ses kalitesini yüksek oranda 

etkiler ve konuşma karakteristiklerinin avantajları kullanılamaz. 

ADPCM algoritma olarak PCM’den farklıdır; çünkü örneklenmiş ses sinyalinin 

kuantize edilmesinin yerine, önkestirilen ve kuantize edilen sinyal arasındaki farkı 

kuantize eder. İyi bir önkestirimde gerçek sinyal ile tahmini sinyal arasındaki fark çok 

küçük olacaktır ve bu da daha düşük bit akış hızı anlamına gelecektir. Arkasında çalışan 

nicemleyici tek tip değildir ve farklı sinyal modellerinde kullanılmak üzere optimize 

edilebilir. 

Sinyalin yeniden üretilmesi kuantize edilmiş farkın tahmini sinyale eklenmesiyle 

bulunur. Bu sayede orijinal sese çok yakın bir sinyal elde edilmiş olur. ADPCM metodu 

sadece 2:1 oranı gibi çok düşük bir sıkıştırma sunsa da veri sıkıştırma metotlarıyla 

beraber kullanılarak 4:1 oranına ulaşılabilir. 

 

c. Delta Modülasyonu (Delta Modulation-DM) 

Delta Modülasyonu dalga formu kodlamada alternatif olan en basit tiptir. Bir 

deltamodülatör giriş dalga formunun yerel bir kopyasını üretmek için iletilen sayısal 

kodları kullanır ve kodlayıcı kısıtları ile mümkün olabilecek en uygun giriş dalga 

formunun kopyasını üretmek için ardışık sayısal kodları seçer.  

Basit bir şekli Şekil 3.9’da gösterilmiştir. Nicemleyicinin  orijinal ve en basit 

formu her örnek için sadece bir bit kullanır, ve bir kuantum ile sadece kopyasının 

arttırılıp azaltılamayacağı gösterilir. Böyle bir kodlayıcı çok basit donanım uygulaması 

olanağı sunar. 
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Şekil 3.10. Basit bir delta modülatör blok diyagramı 

 
 
 
3.2.3. Sinyal işleme teknikleri (Sinyal analizi) 
 
 
 

Ses sinyaline, tanımada gerekli olan faydalı özelliklerini ortaya çıkarmak için 

sinyal işleme teknikleri uygulanır. Amaç sinyaldeki fonetik bilgisini kötü telefon 

hatlarının içerdiği gürültü, konuşmacı farklılıkları veya konuşmacının duygusal durumu 

gibi faktörlerin tesiri olmayacak şekilde saklamaktır. Ses tanıma sistemleri genelde ses 

sinyallerinin analizinden faydalanmaktadırlar. Ses dalgasının içerdiği frekans ve genlik 

değerleri her bir fonem için farklılık göstermektedir. Ses sinyalinin analizi sonucunda 

bu frekans ve genlik bilgilerini içeren özellik vektörleri oluşur. Bir özellik vektörü 

genelde her bir kısa zaman aralığındaki (10 ms) bir ses sinyali penceresinden (20~30 

ms)’den hesaplanır. Söylenen kelime bu özellik vektörlerinin bir dizisi olarak gösterilir. 

Sonraki aşamada bu özellik vektörleri tanıyıcıya giriş olarak verilir.  
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Şekil 3.11. Ses sinyallerinin özellik vektörlerine dönüştürülmesi 
 
 
 

Bazı sinyal işleme teknikleri herhangi bir önemli veri kaybı olmadan ayırıcı 

özellikleri bulduğu ve sıkışmış veriyi açabildiği için daha kullanışlıdır (Tebelskis, 1995;  

Albers, 1998; Kosko, 1992; Sydral, 1995; Jackson, 1986). En popülerleri arasında: 

• Hızlı Fourier Dönüşümü (Fast Fourier Transform-FFT) gözle görülebilecek 

biçimde yorumlanabilen zamandaki ayrık frekansları verir. Frekanslar düşük 

düzeyde lineer olan ama yüksek düzeyde logaritmik olan Mel scale kullanılarak 

ve insan kulağının fiziksel karakteristiklerine uygun olarak sınıflandırılırlar. 

Fourier dönüşümü ile genlik-zaman boyutu, frekans-genlik boyutuna 

dönüştürülür. Ses tanıma sistemimizde bu tekniklerden Hızlı Fourier 

Dönüşümü’nü kullandık. Sistem tasarımı bölümünde bu işlemin uygulanması ile 

ilgili daha açıklayıcı bilgiler verilecektir.  

• Algısal Lineer Kestirimci Kodlama (Perceptual Linear Predictive-PLP) aynı 

zamanda fizyolojik olarak harekete geçirilir, ama katsayılar açıkça 

yorumlanamaz. Algısal Lineer Kestirimci Kodlama, Kesikli Fourier Dönüşümü 

(Discrete Fourier Transform-DFT) ve Lineer Kestirimci Kodlama (Lineer 

Predictive Coding-LPC) tekniklerinin birleştirilmesi ile sesin parametrelerinin 

hesaplanmasıdır. Bu yöntem insan kulağının duyma sistemini Lineer Kestirimci 

Kodlama yönteminden daha iyi modellemeye yöneliktir. 

• Lineer Kestirimci Kodlama (Linear Predictive Coding-LPC) Bu kodlamada 

temel fikir, bir ses örneğinin kendisinden önceki ses örneklerinin doğrusal 

İşlenmemiş konuşma

Sinyal analizi

Özellik vektörleri

İşlenmemiş konuşma

Sinyal analizi

Özellik vektörleri
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kombinasyonu kullanılarak tahmin edilmesidir. Gerçek ses örnekleri ile tahmin 

edilen örnekler arasındaki hata minimumlaştırılarak öngörü katsayılarından 

oluşan parametre değerleri elde edilir (Ertaş ve Eskidere, 2001). Kodlama 

yöntemleri içinde belki de en yaygın olanı ve en çok kullanılanı bu kodlama 

olmuştur. Gırtlak yapısını örnek alan diğer modellerin aksine bir filtre grubu 

değil de tek girişli ve tek çıkışlı bir filtre modeli benimsemiştir. 

 

• Kepstrum (Cepstral Analysis) güçlü sinyal spektrumu logaritmasında Fourier 

dönüşümün tersi bir işlem yapar. 
 
 
 
3.2.4. Ses sinyalinin modellenmesi 
 
 
 

Ses tanımada başlıca iki yaklaşım vardır: bilgi-tabanlı yaklaşım (knowledge-

based approach) ve veri-tabanlı yaklaşım (data-based approach). Bilgi-tabanlı 

yaklaşımda, amaç insanın ses bilgisini şu kesin kurallarla anlatmaktır: akustik-fonetik 

kurallar, leksikondaki kelimeleri tanımlayan kurallar, dilin sentaks yapısını tanımlayan 

kurallar ve diğerleri (Keller, 1994). 

Veri-tabanlı istatistiksel yaklaşım son zamanlarda önemli başarı kazanmıştır. Bu 

yaklaşımlarda, ses verisinden bilgi çıkarabilen algoritmalarla ses sinyali modellenir. 

Buradaki iki yaklaşım Saklı Markov Modelleri (SMM) ve Yapay Sinir Ağlarıdır (YSA). 

Bilgi-tabanlı yaklaşımda sezgisel kurallar uzmanlar tarafından elde edilir. SMM ve 

YSA yaklaşımlarında ise, öğrenme, ses verisi algoritmaya verilerek ve modellerin 

gelişerek veriyi elde etmesi ile başarılır. Genelde modele ne kadar fazla veri sunulursa, 

tanıyıcıdan o kadar iyi sonuç elde edilir.  

Son yıllarda çoğu ses tanıma araştırmalarında istatistiksel yaklaşımlarla 

ilgileniliyor. Bunun sonucu olarak performansta dikkate değer gelişmeler gözlendi. 

SMM modelleri geniş bir kullanım alanı olan istatistiksel bir metottur. 

SMM ve YSA yaklaşımlarının teorisinden ve ses tanımadaki kullanımının nasıl 

gerçekleştiğinden sonraki bölümlerde ayrıntılı olarak bahsedilecek. 
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3.3. Ses Tanıma Kullanıcıları ve Kullanım Alanları 
 
 
 

Ses tanıma yazılımı konuşulan kelimeleri yazılı metne çevirmekte bilgisayar 

kullanıcılarına yardımcı olmaktadır. Yazılım birçok kullanıcı tarafından farklı ihtiyaç ve 

amaçlarla kullanılır. 3 tip kullanıcı vardır (Fransson vd., 2001): 

1) Ellerini kullanma problemi olan kullanıcılar: Yazı yazmak için ellerini kullanmakta 

zorlanan insanlardır, ama doğru bir şekilde konuşabilirler. Bunlar bazı problemleri olan 

kullanıcılardır: sinirsel problemi olan veya bir kaza geçirmiş zayıf durumda olanlar veya 

iyi yazamayanlar vb. 

2) Profesyoneller: Yazı yazmak için zamanı olmayanlar veya iyi yazamayanlardır. Bu 

grup bazı çalışan insanları, tıbbi ve kanuni alanlarda çalışanları veya yazılmış yayınları 

takip etme ihtiyacı olanları içerir. Yazılım, zaman ve para kazandırır ve kullanıcılara 

rapor alabilmelerini sağlar. Tipik kullanıcıları doktorlar, avukatlar, psikologlar, satış 

sorumluları ve diğerleridir. 

3) Öğrenme zorluğu olan kullanıcılar: Doğru olarak yazmalarını önleyen öğrenme 

yetersizliği olan insanlardır. 
 
 
 
3.4. Ses Tanımanın Avantajları ve Sınırlamaları 
 
 
 

Ses tanıma metodunun avantajları ve dezavantajları bulunur. Hala çözümü 

olmayan problemler teknikte bazı sınırlamalara neden olur. İlk olarak, teknik kontrollü 

ve sessiz ortamda iyi çalışır. Yüksek ses seviyeleri tekniğin faydalı olan avantajlarını 

bulmayı zorlaştırır. 

Eski basit ses tanıyıcılarda içerik düşüncesi yoktur. Bir çıktıdaki sonuçlar sadece 

bir kelime topluluğudur ve kullanıcı için anlamı vardır. Aynı zamanda tanıyıcı büyük 

bir sözlük kullanıyorsa sistem tanımada zorlanır. Çünkü sözlüğü genişletmek sistemi 

daha karışık yapar.  

Tanıyıcı daha fazla kullanılabilir işlem gücü gerektirdiği için uygulamanın 

kalanı bundan olumsuz etkilenir. Bir tanıyıcı için diğer bir problem, araştırmalar en 
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normal sesin kısa kelimeler içerdiğini gösterirken uzun kelimeleri ayırmanın daha kolay 

olmasıdır. 

Ses tanıma konusunda halihazırda uygulamadaki sıkıntı, her insanın konuşma 

tarzının ve ağzının farklı olması, yani bir standardın olmamasıdır. Tanınabilir bir 

lehçeye rağmen, bir ses tanıma aracı herkes için çalışmayı garanti etmez. Bazı insanlar, 

diğerleri en sessiz ortamlarda bile tanıma yapamıyorken, en gürültülü ortamlarda bile bu 

aracı kullanabilirler. 

Bazı konuşma tanıma araçları frekans ölçüsünün tamamını kullanamayan 

donanıma sahiptir. Bu çok kapsamlı olmayan donanım özellikle yüksek frekanslı girişi 

kapsamaz ve çıktı sonuçları güvenilir değildir. Erkek sesinin kadın sesine tercih edilme 

nedeni budur.  

Sekizinci ve son sınırlama tanıyıcının kapasite seviyesi ile ilgilidir. Mükemmel 

şartları olan bir iyi-fonksiyonlu tanıyıcı bile sürekli olarak çeşitli hatalar yapar. Tanıyıcı, 

hatalı kelimeler duyabilir, söylenen kelimeleri atlayabilir ve kelimeleri yanlış 

anlayabilir. Kelimenin doğruluk oranı %95’dir. Ama unutmamalıyız bir doğruluk 

oranının %95 olması istatistiksel bakış açısıyla 8-10 kelimeli cümlelerin yarı zamandan 

daha fazlasında en az bir hata ile tanınmasıdır. Ses tanıyıcılar için tüm bu kısıtlamaları 

maddeler halinde özetleyecek olursak: 

1. Sessiz, kontrollü ortamda en iyi çalışır. 

2. Eski basit ses tanıyıcılar dilsizdir, kelimeleri duygusuz söylerler. 

3. Büyük sözlük kullanıldığında karmaşıklık artar. 

4. Yüksek miktarda işlem gücü ister. 

5. Kısa kelimeleri ayırt etmenin zorlukları vardır. 

6. Herkes için çalışma garantisi yoktur. 

7. Bazı tanıyıcıların diğerlerine göre daha fazla zahmetli işleme tarzı vardır. 

8. En iyi durumda kelime doğruluğu %95’e ulaşır. 

 

Bütün bunlardan başka, ses tanıma bir iş yeri için çok büyük potansiyellere  

sahiptir ve yetersizlikleriyle insanlar için eğitimsel uyum süreci vardır. Çoğu durumda 

bir ses tanıma aracı çalışmazsa, bu kullanıcının davranışına ve bilgisine bağlıdır. Bu 

gibi yetersiz bilgiyi önlemek için iki ölçüm vardır. Kullanıcılar sistemi ses ile 

çalıştırmak için iyi hazırlanmış olmalıdır ve güncel teknolojileri bilmelidirler. 
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4. SAKLI MARKOV MODELLERİNİN SES TANIMADA KULLANILMASI 
 
 
 
4.1 Giriş 
 
 
 

Bu metottaki temel fikir ses sinyalinin parametrik bir rasgele işlem olarak ifade 

edilebilmesidir. Saklı Markov Modeli (SMM) iki skotastik süreç içerir. İlk olan Markov 

süreci zaman ile ilgili değişikliklerde kullanılır ve durumları içeren bir Markov zinciri 

üretir. Diğer süreç gözlemlenebilir ve özellik parametreleri veya gözlemler denilen 

rasgele değişkenler içerir (Koç, 1999). 

Aslında her söylem ideal durumda bir SMM’e sahip olmalıdır. Bazen bu 

mümkün olmaz, bu yüzden kelime düzeyinde SMM’lerimiz olmalıdır. Söylenen kelime 

ile en uygun kelimeyi eşlemek istediğimiz için, bir SMM bir veritabanındaki tüm 

kelimeler için en iyisini yapabilmelidir. 

Ama bu durumda sözlük zaman kısıtlamalarının üstesinden gelmek için 

yeterince küçük olmalıdır. Bu yüzden geniş kelime tanıma sistemlerinde, konuşma 

birimi kelimeden fonem azaltmalıdır. Bu özellikle veritabanına yeni bir kelime eklemek 

zorunda kaldığımızda faydalıdır. Fonemler genel olarak fonemleri akustik 

gerçekleştiren konuşma birimlerinde kullanılır ve kolaylıkla değiştirilebilir. 

SMM’in yapısı (Şekil 4.1) bir durumlar zincirinden meydana gelir. SMM zinciri 

üzerindeki her durum kelimenin bir parçasına karşılık gelir. Her durum bir diğerine 

geçişlerle bağlıdır. Geçişler, geçiş olasılıklarına ( ija ) bağlı olarak durum değiştirmeye 

imkan verir. Durumlara iliştirilen emisyon olasılıkları ( jb ) bir özellik vektörünün, 

referansın belirli bir zaman aralığıyla olan spektral benzerliğini gösterir. Sistem 

girdisine göre oluşturulan özellik vektörleri dizisine bağlı olarak, model üzerinde birinci 

durumdan başlayan farklı yollar izlenebilir. Bazı durumların tekrarı veya atlanması 

kullanıcının konuşma hızındaki değişimlere sistemin adaptasyonunu sağlar. Bir 

kelimenin tanınabilmesi için referans olarak alınan durumdan itibaren izlenen yolun en 

son duruma, kabul edilebilir bir olasılıkla ulaşması gereklidir (Yapanel, 1997).  

Bir SMM modeli her anda durumu değişen birimleri olan bir sonlu durum 

makinesidir. Her t ayrık zaman anında, i durumundan j durumuna geçiş gerçekleşir ve 
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gözlem vektörü to  yoğunluk vektörü )( tj ob ile dışarı verilir. Bundan başka i 

durumundan j durumuna geçiş aynı zamanda rasgeledir ve ija  yoğunluğu ile olur.   

Şekil 4.1’de, üç durumlu soldan sağa SMM atlamasız olarak verilmiştir. 
 
 
 
 

 

 

 

 

 

 

 

 

 

 

     O =        o1              o2        ...................................................   ot 

 

Şekil 4.1. Gözlem vektörlerinin her biri bir durum tarafından üretilen soldan sağa  

üçlü bir SMM 
 
 
 

Ses tanıma probleminde bir SMM’in altında yatan düşünce bir ses sinyalinin en 

iyi parametrik bir rasgele süreç olarak karakterize edilebilmesidir. Böylece, stokastik 

süreç parametreleri kesin ve iyi tanımlanmış bir şekilde hesaplanabilir.  

SMM teorisi herhangi bir sonlu durum otomasyonuna uygulanırken lineer bir 

durumlar dizisi kullanılır. Durumlar normalize edilmiş bir zaman eksenindeki zaman 

noktaları olarak açıklanabilir. Konuşma hızı değişimlerini hesaplamak için her durumun 

solda olduğu, genel olarak üç tip olası geçiş vardır: sonraki duruma git, aynı duruma 

geri dön ve bir durumla ileri atla. Benzer bir yapı Şekil 4.1’de görülebilir. 

11a 22a 33a

12a 23a

 ... ........ ....... .....

)( 11 ob )(3 tob
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Uygulamada, sadece gözlem dizisi bilinir ve temelde olan durum dizisi bilinmez. 

Bu yapıya Saklı Markov Modeli denmesinin nedeni budur. Takip eden bölümlerde, 

kısaca ses tanıma amacımız açısından SMM modellerinin teorisini açıklayacağız.  
 
 
 

4.2. Bir SMM Yapısı 
 
 
 

Tam bir SMM modeli belirlenmesi iki model parametresi N ve M’in, gözlem 

sembollerinin ve üç set olasılık ölçümleri A, B, π’in belirlenmesini gerektirir. Bu 

parametrelerin tanımı şöyledir: 

 

1. N parametresi, SMM’deki durum sayısıdır. Ayrı durumlar {1, 2, ..., N} olarak 

tanımlanır, t anındaki durum tq  olarak gösterilir. 

2. M parametresi her durumda bulunan farklı gözlem sembollerinin sayısıdır. 

Gözlem sembolleri modellenen sistemin fiziksel çıktısı olarak gösterilir. Ayrı 

gözlem sembolleri }, ..., o, o{oO m21=  ile gösterilir. SMM modellerinde sadece 

ayrı gözlem sembolleri için M parametresi tanımlanmıştır. SMM modelleri 

sürekli gözlem dizileri olduğu için, bu tezde M parametresinden bahsedilmedi; 

fakat elemanları sürekli değişkenler olan bir gözlem setimiz bulunmaktadır.  

3. }{ ijaA =  matrisi durum geçiş olasılık dağılımıdır. Burada ija , i durumundan j 

durumuna geçiş olasılığıdır.  

Ni,ji);j|qP(qa ttij ≤≤=== + 1 1                                                             (4.1) 

i’den j’ye tek bir geçişle ulaşılamıyorsa tüm i, j ler için 0=ija  olur. 

4. ), ..., o, o(oO T21=  gözlem sembolleri seti olsun. )}({ tj obB =  matrisi gözlem 

sembol olasılık dağılımıdır.  

      TtjqoPob tttj ≤≤== 1 );|()(                                                                (4.2) 

N ..., 2, 1,j i, =  durumunda sembol dağılımını tanımlar. Ses tanıma probleminde, 

gözlem sembolleri özellik vektörleridir. 

5. }{ iππ = vektörü başlangıç durum dağılımıdır, 

      );( 1 iqPi ==π    Ni ≤≤1                                                                               (4.3) 
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Parametre setini kısaltırsak, bir Saklı Markov Modelinde tam parametre seti 

göstermek için yoğunluk gösterimini )  B, (A,λ π=  olarak ifade edebiliriz. Bu 

parametre seti, verilen O gözlem dizisi için bir olasılık ölçümü tanımlar; örneğin:  

)|( λOP . SMM modelini λ  parametre setini göstermek ve ilgili gözlem ölçüm 

değiştirilebilirliği için kullanırız. 
 
 
 
4.3. Olasılık Değerlendirmesi 

 
 
 

SMM modellerindeki temel problem, SMM modeli )  B, (A,λ π=  ile verilen 

), ..., o, o(oO T21=  gözlem dizisinin olasılığını hesaplamaktır. Bu problemin 

çözümündeki en sezgisel yol, T uzunluğundaki olası her durum dizisini baştan sona 

kadar saymaktır. Açıkçası, en çok TN  kadar durum dizisi vardır. Sabit bir durum dizisi 

için, 

 

)...( 21 Tqqqq =                                                                                                  (4.4) 

 

1q ve Tq  sırasıyla başlangıç ve bitiş durumlarıdır. Gözlem dizisi O’ nun olasılığı şudur: 

 

          ( ) ( )∏
=

=
T

t
tt qoPqOP

1

,|,| λλ                                                                              (4.5) 

Yukarıdaki denkleme göre, gözlemlerin istatistiksel olarak bağımsız oldukları kabul 

edilir. Diğer bir değişle, 

 

           ( ) )()...().(,| 21 21 Tqqq obobobqOP
T

=λ                                                                (4.6) 

 

Bundan başka, durum dizisi olasılığı q şu şekildedir: 

 

       ( )
TT qqqqqqq aaaqP 2...|

32211 −= πλ                                                                              (4.7) 
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O ve q’nun aynı zamanda gerçekleşme olasılığı basit olarak yukarıdaki iki terimdir. Bu, 

model ile verilen gözlem dizisi O’nun olasılığı (4.8)’deki denklem üzerinde tüm olası 

durum dizileri q’nun toplamı ile elde edilir: 

 

( ) ( ) ( )λλλ |.,||, qPqOPqOP =                                                                        (4.8) 

 

( ) ∑=
Tqqq

qPqOPOP
...,, 21

)|().,|(| λλλ
 

             ∑ −=
T

TTT
qqq

qqqqqqqqqq baaobaob
,...,,

221
21

3222111
...)()(π                                                 (4.9) 

 

Yukarıdaki denklemi yorumlarsak t=1 anında 
1qπ  olasılığı ile 1q  durumundayız 

ve 1o  sembolü )( 11
obq olasılığı ile üretilir. Zaman t anından t+1 anına kadar değişir ve 

1q  den 2q durumuna 
21qqa olasılığı ile bir geçiş yaparız ve )( 22

obq  olasılığı ile 2o  

sembolünü üretir. Bu hesaplama son geçişe kadar, T anında, 1−Tq  durumundan Tq  

durumuna kadar devam eder ve To  çıktı sembolünü üretir. 

Anlaşılacağı üzere, doğrudan tanım kullanarak )|( λOP  hesaplama, TTN2  

hesaplama gerektirir. Bu hesaplamanın karmaşıklığı N  ve T’nin küçük değerleri için 

bile uygun değildir. Şöyle ki, N=3 ve T=100 olursa, 40100 103.100.2 ≈  hesaplama vardır. 

Bu yüzden, daha fazla etkili algoritmalara ihtiyacımız vardır. 

Geriye-dönük Algoritma (Backward Algorithm) ve İleriye-dönük Algoritma 

(Forward Algorithm) bu hesaplamayı yerine getiren özyinelemeli (recursive) 

metotlardır. Bu algoritmaların en önemli özelliği her birinin verilen bir andaki bir 

durumun olasılığını hesaplayabilmesidir.  
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4.3.1. İleriye-dönük algoritma (Forward algorithm) 
 
 
 

İleriye-dönük algoritma değişkeni, )(itα , şu şekilde tanımlanır: 

 

       )|,...()( 21 λα iqoooPi ttt ==                                                                               (4.10) 

 

Örneğin, t anında i durumunda λ  modeli verilen kısmi gözlem dizisi 

tooo ..21 ’nin olasılığını verebiliriz. İleriye-dönük algoritma ayrışık kelime tanımada 

faydalıdır.  
 
 
 
4.3.2. Geriye-dönük algoritma (Backward algorithm) 
 
 
 

Benzer olarak, geriye-dönük algoritma değişkeni )(itβ şöyle tanımlanabilir: 

 

          ),|...()( 21 λβ iqoooPi tTttt == ++                                                                      (4.11) 

 

Örneğin, t anında i durumunda t+1 den son duruma kadar λ  modeli verilen 

kısmi gözlem dizisi olasılığını verebiliriz. İleriye-dönük ve geriye-dönük algoritma 

SMM’in eğitiminde faydalıdır. 

Geriye-dönük algoritma ve ileriye-dönük algoritmalarının her ikisi de “en 

uygun” durum dizisi hesaplamada kullanılır ve parametre tahmin algoritması sonraki 

bölümlerde de ayrı ayrı açıklanmıştır. 
 
 
 
4.4. “En uygun” Durum Dizisinin Hesaplanması 
 
 
 

SMM formülasyonunda en önemli problem en uygun durum dizileri tahminidir. 

Verilen gözlem dizisi ile ilgili en uygun durum dizisini bulmak için birkaç yol vardır. 
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Çeşitli uygunluk kriterleri tanımlanabilir. Bizim uygunluk kriterimiz ( )λ,| OqP ’yı 

maksimize eden durum dizisini bulmaya dayanır. Bu ( )λ|,OqP ’yı maksimize etme ile 

eşdeğerdir. Çözümü aslında dinamik bir programlama metodu olan Viterbi algoritması 

verir. 
 
 
 
4.4.1. Viterbi algoritması 
 
 
 

Viterbi değişkeni ( )itδ ’nin şu şekilde tanımlandığını kabul edelim: 

 

           ( ) ( )|λ...oooi,,q...qqqPiδ ttt,...,q,qqt
t

21121  max
121

== −
−

                                                    (4.12) 

 

( )Tqqqq ...21=  gözlem dizisi ( )ToooO ...21=  ile verilen en iyi durum dizisidir. 

Diğer bir değişle, ( )itδ  sadece tek bir yolla en yüksek olasılıktır: t anında,  ilk t gözlem 

için ve i durumdaki sonlar için hesaplama yapılırsa. ( )itδ ’nin tekrarlamalı versiyonu şu 

şekilde yazılabilir: 

  

( ) ( )[ ] ( )11  max ++ = tjijtit obaij δδ                                                                        (4.13) 

 

 Viterbi algoritması sürekli ses tanımada faydalıdır. 
 
 
 
4.5. Parametre Tahmini 
 
 
 

Parametre tahmini hesaplanması Saklı Markov Modellerindeki en güç 

problemdir. Model parametreleri A, B, ve π  bir uygunluk kriteri sağlamak amacıyla 

hesaplanır. Çoğu zaman uygunluk kriteri O’nun eğitilmiş gözlemleri gösterdiği yerde 

)|( λOP ’nın maksimize edilmesine dayanır. Bunu yapmak için, Beklenti-
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Maksimizasyonu (Expectation-Maximization-EM) metodu olarak da bilinen Baum-

Welch Metodu kullanılır. 
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5. YAPAY SİNİR AĞLARININ SES TANIMADA KULLANILMASI 
 
 
 
 

Yapay sinir ağları (YSA) günümüzde bilgi sınıflama ve bilgi yorumlamanın 

içinde bulunduğu değişik problemlerin çözümünde kullanılmaktadır (Elmas, 2003). 

Özel olarak ses tanıma problemi ele alındığında özellik vektörü çıkarılmış bir ses 

sinyalinin tanınması da bu kapsama girmektedir. Ses tanıma sürecinde ses sinyalinin 

modellenmesi aşamasında yapay sinir ağlarını kullanabiliriz.  

Yapay sinir ağlarının ses tanımadaki uygulaması üzerine bilgi vermeden önce 

ses tanıma amacımız için YSA teorisinden biraz bahsedelim. 
 
 
 
5.1. Kavramlar ve Terimler 
 
 
 

YSA biyolojik sinir ağlarından esinlenerek geliştirilmiş, bilgi işlem 

sistemleridir. 

Bir sinir ağı, bilgiyi depolamak için doğal eğilimi olan basit birimlerden oluşan 

paralel dağıtılmış bir işlemcidir. Bu ağlar sinaptik ağırlıklar olarak bilinen nöronlar arası 

bağlantı kuvvetlerini, bilgiyi depolamak için kullanır. Benzer olarak YSA da birçok 

işlemciden oluşur ve farklı biçimlerde ifade edilebilen nümerik verileri taşıyan bağlantı 

yada ağırlıklarla birbirine bağlı yapılardır. 

Biyolojik sinir ağlarında girdi sinyallerini alan, yorumlayan ve uygun çıktıyı 

ileten temel işlemci nöron olarak adlandırılır. Bir nöron, gövde (cell body), gövdeye 

giren sinyal alıcıları (dentrit) ve gövdeden çıkan sinyal iletici (akson) olmak üzere üç 

kısımdan oluşur (Sağıroğlu vd., 2003). 

Dentritler, nörona bilgiyi alan ve sayısal olarak birden fazla olabilen yapılardır 

ve iç yapıları nöronla aynıdır. 

Aksonlar, dentritten aldığı bilgiyi diğer hücrelere aktaran uzantılardır. 

Uzunlukları birkaç mikrondan, 1-2 metreye kadar değişebilir. Her nöronun yalnızca bir 

aksonu vardır. Aksonlar akson kesecikleri denilen ve içlerinde çok miktarda vezikül 

bulunan bir çok yapı ile sonlanırlar. Bu keseciklerde sinaptik geçişte rol alan kimyasal 
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taşıyıcılar (nörotransmitter) bulunur. Aksonlar özel bir örtüye sahip olmalarına göre 

miyalinli yada miyalinsiz olarak sınıflandırılabilirler. Akson üzerini örten miyalin 

kılıfın, yalıtım ve darbe hızını arttırmak gibi iki önemli görevi vardır. Aşağıda miyalinli 

bir nöronun yapısı gösterilmiştir. 
 
 
 

 

 
Şekil 5.1. Miyalinli bir nöron yapısı 

 
 
 

Sinir hücreleri, dış kısmı pozitif, iç kısmı negatif yüklü ve ortasında çift lipid 

tabakasıyla yalıtılmış, kutuplanmış bir kondansatöre benzer. Bir uyarıcı ile bu 

kondansatör nötrlenebilir hatta anlık olarak ters kutuplanabilir. Zarın belirli bir 

bölgesinde 1ms kadar süren bu potansiyel değişiminden sonra zar bu bölgede eski 

haline dönerken, potansiyel değişikliği zar boyunca yayılmaya devam eder. Akson 

boyunca iletilen bilginin temel birim olan bu potansiyel değişimine aksiyon potansiyeli 

denir. 
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Şekil 5.2. Biyolojik nöron 
 
 
 

Sinir hücreleri arasında iletişimin gerçekleştiği, yapısal ve fonksiyonel olarak 

özelleşmiş bölgelere sinaps adı verilir. Mesajı gönderen ve presinaptik hücre olarak 

adlandırılan hücre ile mesajı alan ve postsinaptik hücre bu kavşak bölgelerinde bir 

birlerine oldukça yaklaşırlar.  

Yapay sinir ağları, biyolojik sinir ağlarından esinlenerek, bir birine bağlı doğrusal 

ve/veya doğrusal olmayan bir çok işlemci elemandan oluşur. Bir yapay nöron temel 

olarak girişler, ağırlıklar, toplam fonksiyonu, aktarım fonksiyonu ve çıkış olmak üzere 

beş kısımdan oluşur. 

P girişli ve n çıkışlı bir yapay nöronun farklı grafik gösterimleri şöyledir: 
 
 
 

 

Şekil 5.3. Dentrit gösterimi 
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Şekil 5.4. İşaret akış gösterimi 
 
 
 

 
 
 

Şekil 5.5. Blok diyagram 

 
 
 

 

Şekil 5.6. Ayrıntılı gösterim 
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Bu gösterimlerde x girişleri, y çıkışı, F aktivasyon fonksiyonunu, p nöron giriş 

sayısını, n çıkış sayısını, w ise ağırlıkları ifade eder. 

Dentrit gösteriminde presinaptik aktiviteleri giriş işaretlerinin p elemanlı sütun 

vektörü olarak gösterilir. [ ]Tpxxxx  ..., , , 21= giriş desenlerinin uzayı p boyutludur. 

Sinapslar ağırlıklar olarak adlandırılan ayarlanabilir parametreler ile karakterize 

edilirler. Ağırlıklar, p elemanlı satır vektörü olarak düzenlenir: 

[ ]pwwwW  ..., , , 21=  

İşaret akış gösteriminde, p tane ağırlığı olan bir nöron giriş noktalarının bir 

katmanı şeklinde düzenlenir. Ağırlıklar, giriş ile toplama noktası arasındaki bağlantılara 

karşılık gelir. 

Sinapslardan ve dentritlerden geçen giriş işaretleri, ‘toplam post-sinaptik 

aktiviteyi tanımlayan’ aktivasyon potansiyeli olarak toplanır. 

Aktivasyon potansiyeli giriş işaretlerinin ve ağırlıklarının lineer toplamı olarak 

şekillenmiştir. Yani ağırlıklar ile geçiş vektörleri çarpımıdır: 

  T

p

p

i
pii WX

x

x
x

wwwxwv =





















== ∑
=

2

1

1
21 ]...[  

 
 
 
5.2. Yapay Sinir Ağlarının Sınıflandırılması 
 
 
 

Yapay sinir ağlarında, ağ mimarisini belirleyen önemli etmenlerden biri de 

öğrenme algoritmasıdır. Genel olarak ağ mimarileri dört ana grupta toplanabilir 

(Yücetürk, 2000). Bu alt-bölümde bu ağ mimarilerinin her biri hakkında kısa bilgi 

vereceğiz. 
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5.2.1. Tek katmanlı ileri beslemeli ağlar 
 
 
 

Katmanlı modellerdeki en basit ağ tipi olup bir çıktı katmanı ve buna bağlı bir 

girdi katmanı bulunmaktadır (bkz. Şekil 5.7). 
 
 
 

 
Şekil 5.7. Tek katmanlı ileri beslemeli ağ modeli 

 
 
 
5.2.2. Çok katmanlı ileri beslemeli ağlar 

 
 
 

Tek katmalı ağlardaki girdi ve çıktı katmanından başka, bir yada daha fazla 

sayıda gizli katman içeren ağlara çok katmanlı ağ denir. Dış dünya tarafından doğrudan 

müdahale edilmediği için gizli katman adı verilen katmanda bulunan birimlere de gizli 

birimler adı verilir (bkz. Şekil 5.8). 

 
 



 38  

 

 
 
Şekil 5.8. Çok katmanlı ileri beslemeli ağ modeli 
 
 
 

 Çok katmanlı ağlar tek katmanlı ağlara göre daha karmaşık problemlere çözüm 

getirebilmektedir. Ancak eğitilmesi zordur. 
 
 
 
5.2.3. Geri dönümlü ağlar 
 
 
 

Geri dönümlü ağların ileri beslemeli ağlardan farkı, bu ağlarda en az bir tane 

geri-besleme döngüsünün bulunmasıdır (bkz. Şekil 5.9).  
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Şekil 5.9. Geri dönümlü ağlar 

 
 
 

Bu gibi yapıların bazılarında senkronizasyonun sağlanması için gecikme 

elemanlarının kullanılması gerekebilmektedir. Bu yapıya sahip ağlarda geri-besleme 

sinyali aynı katmandaki nöronlara gönderilebileceği gibi, alt katmanlardaki nöronlara da 

gönderilebilir. 
 
 
 
5.2.4. Kafes yapılı ağlar 
 
 
 

Kafes yapılı ağlar bir, iki veya çok-boyutlu nöron dizinlerinden meydana 

gelmekte olup girdi katmanı, dizinlerin hepsine girdi bilgisi sağlamaktadır (bkz. Şekil 

5.10). 
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Şekil 5.10. Kafes yapılı ağ modeli 

 
 
 
5.3. Yapay Sinir Ağlarında Öğrenme 
 
 
 

Yapay sinir ağlarında bilgi, nöronlar arasındaki bağlantılar üzerindeki ağırlık 

değerleri üzerinde tutulur. Bu yüzden yapay sinir ağlarının eğitimi ve öğrenme bu 

ağırlıklara değerlerin verilmesi ve değiştirilmesi anlamına gelmektedir. Öğrenme 

yaklaşımı, ağ yapıları için ayırt edici bir özelliktir. En genel anlamda öğrenme, güdümlü 

öğrenme ve güdümsüz öğrenme olmak üzere iki grupta toplanabilir (Yücetürk, 2000). 
 
 
 
5.3.1. Güdümlü öğrenme  
 
 
 

Güdümlü öğrenme, yapay sinir ağlarında yaygın olarak kullanılan bir yöntemdir. 

Eğitim sırasında sisteme bir girdi ve hedef çıktı vektörü çifti verilir. Giriş bilgisinden 

üretilen çıktı değeri ile hedef çıktı değeri kıyaslanarak ağırlıkların değiştirilmesi için 

gerekli bilgi hesaplanır. Bu kıyaslamadan elde edilen fark, hata olarak belirlenen 

değerden küçük oluncaya kadar eğitim devam eder. Hata değeri istenen değerin altına 

düştüğünde ağırlık değerleri sabitlenir ve eğitim biter. 
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Yapay sinir ağlarının eğitiminde kullanılan hedef çıktı 1 veya 0 gibi ikili olabileceği 

gibi bir örüntü de olabilir. Belli bir girdi kümesine karşılık ilgili çıktı kümesini 

hatırlayacak şekilde eğitilmiş sistemlere çağrışımlı bellek adı verilir. Eğer girdi vektörü 

ile çıktı vektörü aynı ise buna öz-çağrışımlı bellek, çıktı vektörü farklı ise buna da 

karşıt-çağrışımlı bellek adı verilir. 
 
 
 

5.3.2. Güdümsüz öğrenme 
 
 
 

Kullanılan girdi vektörlerinin hangi sınıfa ait olduğu verilmiyorsa, bu sınıflama 

işlemini girdileri birbirleriyle karşılaştırarak sistemin kendisi yerine getiriyorsa, bu tür 

sistemlerdeki öğrenme yöntemine güdümsüz öğrenme adı verilir. Bu sistemlerde bir 

grup girdi vektörü sisteme verilir, ancak hedef çıktılar belirtilmez. Sistem girdiler içinde 

birbirine en çok benzeyenleri gruplar ve her bir grup için farklı bir örüntü tanımlar. 

Özdüzenlemeli özellik haritaları bu yöntemi kullanarak sınıflama işlemini yerine getirir. 
 
 
 
5.4. Çok Katmanlı Perseptron ve Geri Yayılımlı Öğrenme 

 
 
 

Bu bölümde ses tanıma sistemimizde faydalandığımız güdümlü öğrenme 

metotlarından Çok Katmanlı Perseptron (Multi Layer Perceptron-MLP) ve Geri 

Yayılımlı Öğrenme (Back propagation) hakkında bilgi vereceğiz. Çok katmanlı 

perseptronlar, ileri beslemeli, tam bağlantılı, bir girdi katmanı, bir veya birden fazla 

gizli katman ve bir çıktı katmanından oluşan hiyerarşik yapıya sahip yapay sinir ağı 

mimarileridir. Böyle bir ağdaki herhangi bir nöronun çıkışı ( )∑= xwfy kk  ile 

hesaplanır. Giriş katında herhangi bir bilgi işleme yapılmaz. Buradaki işlem elemanı 

sayısı problemin giriş sayısına bağlıdır. Ara katman sayısı deneme yanılma yoluyla 

bulunur. Çıkış katmanı eleman sayısı ise uygulanan probleme bağlıdır (Yücetürk, 2000). 
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Şekil 5.11. Çok katmanlı perseptron yapısı 
 
 
 

Geri yayılımlı öğrenme metodu olarak isimlendirilen eğitim algoritmasının temeli 

ilk olarak Werbos’un Harvard Üniversitesi’nde verdiği doktora tezinde ileri sürülmüş 

(Werbos, 1974), daha sonra Parker tarafından MIT’nin bir teknik raporunda ele alınmış 

(Parker, 1985) ve Rumelhart ve arkadaşları tarafından da popüler hale getirilip 

uygulanabilir şekle dönüştürülmüştür. 

Daha önce Adaline mimarisi ile kullanılan LMS veya Delta kuralının geliştirilmiş 

ve çok katmanlı yapıya uyarlanmış hali olan geriyayılımlı öğrenme metodu, çok 

katmanlı perseptron yapısı üzerinde çok çeşitli problemlerin çözümünde 

kullanılmaktadır. Burada geri yayılım kavramı, oluşan hatalar için kullanılmaktadır. 

Geri yayılımlı öğrenme metodu ile çok katmanlı perseptron ağı üzerinden iki geçiş 

söz konusudur. İleri besleme aşamasında eğitim için kullanılan girdi, sisteme beslenir ve 

bunun sonuçları her bir katmanı geçerek çıktı katmanına kadar gelir ve girdiye karşılık 

bir çıktı elde edilir. Bu aşama sırasında ağ üzerindeki ağırlık değerleri sabit tutulur. 

İkinci aşama olan geri besleme aşamasında, elde edilen çıktı ile hedef çıktı arasındaki 

farktan hata sinyali elde edilir ve bu sinyal ağ yapısında geriye doğru yayılır. Bu geri 

yayılım aşamasında, oluşan hatayı minimuma indirecek şekilde ağırlık değerleri 

güncellenir. 
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Bu güdümlü öğrenme işleminin tekrarlanması ile sistem, kendisine beslenen girdi 

örneklerini öğrenir. Eğitim bittikten sonra sistemin uygulama sürecinde sadece ileri 

beslemeli ilk aşama yeterli olmaktadır. Bu durumda sistemin eğitilmesi uzun süre 

almakla beraber, eğitilmiş bir sistemden bilgi alınması çok hızlı olmaktadır 
 
 
 
5.5. Ses Tanımada Yapay Sinir Ağları 
 
 
 

Ses olduğu takdirde ağın girişi sesin bazı bilgilerini içeren kısa süreli bir spektral 

gösterim yani özellik vektörü olabilir. 

 YSA’lar herhangi bir eşleme için eğitilebildiğinden ses tanımada ses sinyalinin 

sınıflandırılması (modellenmesi) aşamasında kullanılabilir. Özellikle bundan 

sorumludur, çünkü diğer bazı sınıflandırma tekniklerinin karmaşıklık düzeyleri fazladır. 

 Ses tanımada kullanılabilecek farklı ağ tipleri vardır. Geri beslemeli bir ağda, 

ağa verilen bir yapı sınıflayıcı gibi kullanılarak bazı çıktı birimleri elde edilir. Çıktı 

birimlerinden bazılarının hareketi kısıtlanırken, her sınıf için istenilen çıktı birimi etkin 

tutulur. Bu sınıflandırma fonksiyonunu daha da açarsak, nesnelerin gözlemlenebilir 

sınıflardaki olasılık yoğunluk fonksiyonunu tahmin etmek için YSA’lar kullanılmalıdır. 

Bir ağ böylece SMM sistemi gibi bir probabilistik olayı içine alan bir sistemin bileşeni 

de olabilir (Keller, 1994). 

 İleri beslemeli veya geriyayılım algoritmaları ile eğitilen ağalara ek olarak 

sınıflandırmada kullanılabilecek farklı YSA yapıları vardır. Burada bahsedilebilecek iki 

yaklaşım vardır: Öğrenme Vektör Nicelendirmesi Ağı (Learning Vector Quantization-

LVQ) sınıflar arasındaki farkı belirleyebilen iki katmanlı bir ağı eğiten bir algoritmadır 

(Kohonen, 1988). Diğer yaklaşım ise Radyal Tabanlı Fonksiyon Ağıdır (Radial Basis 

Function-RBF) (Moody ve Darken, 1989). 

 Bundan başka, ses verisi için kompleks veri gösterimlerinin yeni bir türünü 

oluşturmak için kullanılan YSA yapıları vardır. Bu tür ağlara bir örnek Kohonen ağları 

olarak bilinen Özörgütlemeli Harita Ağlarıdır (Self Organizing Maps-SOMs) (Kohonen, 

1989; Kohonen, 1990). Bu ağlar Rekabete Dayalı Öğrenme (Competitive Learning) ile 

giriş verisinin yapısına göre kendilerini organize eder. Ayrıca SOM’lar konuşmanın 
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gösterimi, analiz edilmesi ve karakterize edilmesinde faydalıdır. Örneğin, seslendirme 

bozukluklarını belirlemek için kullanılırlar. 

 YSA metotları farklı tipteki yapıları öğrenebilir. Bağlantılardaki ağırlık 

değerlerini değiştirerek öncelik verdiği yapıyı değiştirebilir. Bu nedenle YSA’daki 

başarı oranı fazladır, özellikle ses tanıma ve yorumlanmasında etkilidir. Bir YSA 

sistemi yüksek sayıda birim gerektirir ve eğitimi zordur. Dile ait işlemlerde insan 

yeteneğinin büyük bölümü beynimizde doğuştan gelen sinirsel bağlantılardan ortaya 

çıkmıştır. Doğuştan gelme ve öğrenme arasındaki bağlantı için modeller geliştirmek 

istenmiştir, ancak bu yıllardır makinalarla sağlanamamıştır. YSA sistemleri 

geliştirilirken ortaya çıkan problem bütün modellerin ağda gizli olmasıdır. Bu da ağda 

gerçekte ne olduğunu anlamamızı ve böylece ses tanıma işleminin nasıl gerçekleştiğini 

kavrayabilmemizi zorlaştırır (Holmes, 2001). 

Günümüze kadar, ses tanıma sistemlerinin büyük bölümünde yapay sinir ağları 

modelleri başarıyla uygulanmıştır. YSA’daki önemli özellikler şunlardır: 

1. YSA’daki öğrenme algoritmaları tanıma için eğitilen ağın ayrı sınıfları 

arasındaki farkları yapısı gereği görebilir. Gerçekte bu gösterir ki, çeşitli 

YSA’ların çıktısı girişin verdiği çıktı sınıflarının bir sonraki gelenin 

olasılıklarını  kesin tahmin etmesi olarak yorumlanabilir. Yapay sinir ağları 

doğru çıktı sınıfı ve alternatif hatalı sınıflar arasındaki farklılığı maksimize 

ederek eğitilir ve bundan dolayı sınıflandırma hatası minimize edilir. 

2. Ağa giriş olarak verilen istatistiksel dağılımın özellikleri hakkında güçlü 

varsayımlarda bulunmaya gerek yoktur. Aynı zamanda, YSA’lar 

sınıflandırmayı gerçekleştirmek için çeşitli kısıtları birleştirebildiğine göre, 

özelliklerin bağımsız olduğunu  farzetmek gereksizdir. 

3. Girişte birkaç çerçeve bulunmasıyla veya geri besleme bağlantılarını 

kullanarak, ağ ses çerçeveleri arasındaki içerik bağlılığını modeller.  

4. Çoğu YSA sistemleri geleneksel Von Neumann bilgisayar yapısında 

simule edilmesine rağmen, YSA yapılarının paralel ve kurallı doğası onları 

kolay donanım uygulamalarına uyumlu yapar.  

Ayrışık kelime tanıma ve ses fonem sınıflandırılmasında fon sınırlarının 

belirlenmesi için ses ön-parçalara ayrılır. YSA sistemleri bu konuda SMM ile 

karşılaştırılabilir ve bazen SMM’lerden daha iyi sonuçlar verir. YSA’lar aynı zamanda 
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bozuk ses sinyallerindeki gürültüyü azaltan ön uç uygulamaları (front-end applications) 

için faydalıdır. Bazen, YSA’lar kendi başlarına bazı sürekli ses tanıma görevleri için 

henüz etkili değildir. Bir bağlantıcı ağı eğitmek amacı ile giriş (özellik vektörleri) ve 

çıkış (tanınan sınıflar) arasındaki uygunluğu belirlemek gereklidir. Bu bilgi sürekli ses 

için uygulanamaz olma eğilimindedir, çünkü kelime sınırlarının yerleri ilerlerken  

genelde bilinmez. Daha genel olan, tekrarlanan yapılar ve Zaman Gecikmeli Yapay 

Sinir Ağları (Time Delay Neural Network-TDNN) sesin zamanla değişen yapısını 

yakalar. Bağlantıcı modeller zaman ölçeği değişimlerinin üstesinden kolaylıkla 

gelemez. Buna karşı SMM’lerin güçlü olan bir yanı spektral parçalama ve geçici 

özellikleri olmasıdır. Bundan dolayı, sürekli sesi tanıma ve parçalamada YSA ve SMM 

birlikte daha verimlidir. 
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6. SİSTEMİN TASARIMI 
 
 
 
 

Sistemin tasarımı Üst Düzey Tasarım ve Alt Düzey Tasarım olarak iki kısımda 

incelenecektir. 
 
 
 
6.1. Üst Düzey Tasarım 
 
 
 
 Önerilen sistemin kısıtlı bir ses tanıma işlemi gerçekleştirmesi hedeflenmiştir. 

Sistem mikrofon veya başka bir sayısal ortama ses aktarma aracıyla kaydedilmiş 

konuşmayı alır. Bu kelime üzerinde belirli aralıklarla frekans analizi yaparak sesi 

frekanslara ayırır. Frekanslarına ayrılmış kelimenin eğitilmiş yapay sinir ağları yardımı 

ile fonemleri tanınır ve konuşmanın metin karşılığı elde edilir. 

Geliştirilecek sistemin genel yapısı şu şekildedir: 
 
 
 
 

 

 

 

 

 

 

 

 

 

 

 

 

                   Şekil 6.1 Sistem Veri Akış Diyagramı 

 

Sayısal Ses Verisi

Ses Dalgasını
Çözümleme ve Ayrıştırma

Modülü

FFT
Modülü

YSA 
Modülü

Tanınan Kelime

PCM formatındaki sayısal ses dosyası

PCM formatında n adet örnekleme bilgisi

Sayısal veriyi oluşturan frekanslar

Tanınan fonem ve fonemler

Sayısal Ses Verisi

Ses Dalgasını
Çözümleme ve Ayrıştırma

Modülü

FFT
Modülü

YSA 
Modülü

Tanınan Kelime

PCM formatındaki sayısal ses dosyası

PCM formatında n adet örnekleme bilgisi

Sayısal veriyi oluşturan frekanslar

Tanınan fonem ve fonemler
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Sistemde üç farklı modül bulunmaktadır. Bu modüller Şekil 6.1’de de görüldüğü 

üzere, 

- Ses Dalgası Çözümleme ve Ayrıştırma Modülü, 

- FFT Modülü ve 

- YSA Modülüdür. 
 
Modüller çalışma esnasında birbirini takip etmektedirler. Geliştirilen 

uygulamanın yapısı gereği modüllerin birbirleriyle kontrol bağlantısı  yoktur. Modüller 

arasındaki geçişler ortak verilerin kullanılmasıyla gerçekleşmektedir. Burada önemli 

olan modüllerin içinde bulunan ve diğer modüllere aktarılacak verinin yapısıdır. 

Ses Dalgası Çözümleme ve Ayrıştırma Modülü, söylenen kelimeyi içeren sayısal 

ses dosyasını inceler. Bu ses dosyasının öncelikle ses dosyası standartlarına uygun olup 

olmadığı denetlenir. Ardından YSA Modülü için veri elde edecek olan FFT Modülüne 

giriş olabilecek yapıda olup olmadığı incelenir. 

Burada ses dosyası formatını uygulamamız için  kendimiz belirledik. Sisteme 

belirlenen format dışındaki ses verisi verildiği zaman bu veri kabul edilmez ve hata 

döndürür. 

FFT Modülünde amaç ses dalgası gibi çok kompleks bir veriyi YSA gibi yapılar 

yardımı ile tanınabilecek yapıya dönüştürmektir. Ses Dalgası Çözümleme ve Ayrıştırma 

Modülünden gelen n adetlik örnekleme verisi FFT Modülünde Fourier serilerine 

açılarak bu örnekleme verisini oluşturan frekanslar bulunur. Bu dönüştürme işlemi, ses 

sinyalinin belirleyici ve tanımada faydalı olan özelliklerini çıkarma amacı ile ses verisi 

üzerinde uygulanmaktadır. Bu modülde yapılan Fourier dönüşümü ile verinin genlik-

zaman boyutu frekans-genlik boyutuna dönüştürülür.  

YSA Modülünde, FFT Modülünde yapılan Fourier dönüşümleri sonucuna elde 

edilecek olan n’er adetlik m tane sonuç verisi işlenir. FFT Modülünden gelen bu bilgi 

YSA Modülüne giriş olarak verilir. Bu modülde yapılan işlem ile ses tanıma işlemi 

tamamlanır. Burada n ve m sayıları YSA ve FFT Modüllerindeki hesaplamaları 

kolaylaştırılacak şekilde belirlenmiştir. 
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6.2. Alt Düzey Tasarım 
 
 
 

Bu bölümde sistem modüllerinin yapıları ve sistemdeki görevleri ayrıntılı bir 

şekilde açıklanmıştır. 
 
 
 

6.2.1. Ses dalgası çözümleme ve ayrıştırma modülü 
 
 
 
 Ses Dalgası Çözümleme ve Ayrıştırma modülü, sayısallaştırılmış ses sinyalini 

alarak belirlenen ses dosyası formatına uygunluğunu inceler. Bu inceleme için öncelikle 

ses dosyasının içeriği belleğe kopyalanır. Tek bir kelimeyi içeren bir ses dosyasının 

tamamını belleğe almak dosya boyutu büyük olmayacağı düşünülürse önemli bir bellek 

kaybına neden olmayacaktır. Ayrıca dosya boyutunun küçük olduğu göz önüne alınırsa 

fiziksel ortamdan belleğe dosyanın aktarılması sırasında fark edilebilecek bir zaman 

kaybı oluşmayacaktır. 

Belleğe alınan ses dosyasının öncelikle ses dosyası standartlarına uygunluğu 

denetlenir. Ardından FFT modülü için gerekli yapıda olup olmadığı incelenir. Gerekli 

standartların dışındaysa hata döndürür. Ses dosyası formatını, uygulamamızı 

kolaylaştıracak şekilde belirledik.  

 

Uyulması gereken ses dosyası özellikleri ve FFT değerleri şunlardır : 

 

- Ses dosyası tek kanal olarak kaydedilmiş olmalıdır. 

- Ses dosyası 16 bit kaydedilmiş olmalıdır. 

- Ses dosyası PCM formatında olmalıdır. 

- Ses dosyası örnekleme frekansı 22050 Hz olmalıdır. 

- Ses dosyasında FFT için gerekli minimum örnekleme sayısından az örnek 

bulunmamalıdır. Örnekleme sayısı minimum 128 olarak belirlenmiştir. 
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     Şekil 6.2. Ses Dalgası Çözümleme ve Ayrıştırma Modülü Veri Akış Diyagramı 

 

 

 
 

  

 
Başla 

Dosyayı fiziksel ortamdan
belleğe aktar 

Dosya RIFF  
formatında mı? 

FFT Modülünü çağır 
Hata döndür

Hata : dosya RIFF 
Formatında değil!

Hata : dosya PCM
Formatında değil!

Hata : dosya tek
kanallı değil!

Hata : dosya 16 bit
değil!

Dosya PCM  
Formatında  mı? 

Dosya tek kanallı mı? 

Dosya 16 bit mi? 

EVET

EVET

EVET

EVET

HAYIR

HAYIR

HAYIR

HAYIR

Başla. 

Dosyayı fiziksel ortamdan
belleğe aktar. 

Dosya RIFF  
formatında mı? 

FFT Modülünü çağır. 
Hata döndür.

Hata : dosya RIFF 
Formatında değil!

Hata : dosya PCM
Formatında değil!

Hata : dosya tek
kanallı değil!

Hata : dosya 16 bit
değil!

Dosya PCM  
Formatında  mı? 

Dosya tek kanallı mı? 

Dosya 16 bit mi? 

EVET

EVET

EVET

EVET

HAYIR

HAYIR

HAYIR

HAYIR
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Bu modülde yapılan bir diğer işlem üst üste bindirmedir (overlapped). Fourier 

dönüşümünde genlik-zaman alanından frekans-genlik alanına geçerken seçilecek olan 

büyüklük (2’nin üssü olan bir değer olup) tayf aralığını da belirler. Ancak tayf 

aralığındaki hassasiyet artışı zaman içersindeki bilginin de kaybına neden olacaktır. Bu 

nedenle seçilecek olan veri dilimleri ardışık değil, birbirinden parçalar içerecek şekilde 

olmalıdır. Dilimler bu şekilde belli oranlarda örtüştüğünde özellik vektörünün taşıdığı 

bilgi daha fazla olmaktadır. Böylelikle dilim sonundaki ses verilerinin önemini 

kaybetmemesi sağlanır. 

Ses Dalgası Çözümleme ve Ayrıştırma modülü PCM formatında, 16 bit 

örneklemeli, 22050 Hz frekans aralığında bir girdi almaktadır. Bu veri 128 örneklemelik 

parçalara bölünerek FFT modülüne girdi olarak sunulur. 
 
 
 
6.2.2. FFT modülü 
 
 
 

Hızlı Fourier Dönüşümü ses sinyalini meydana geldiği frekanslara ayırır. 

Normal bir ses sinyali de renklerin farklı farklı renklerin birleşmesiyle oluşması gibi 

çeşitli frekanslardaki seslerin birleşmesi ile oluşur. Ses sinyalinin ham şekli insan aynı 

sözcüğü söylese de farklı görüntüler almaktadır. Dolayısıyla ses sinyalini ham hali 

(zaman ve genlik) ile algılamak zordur. Bu nedenle çeşitli şekillerde ses sinyali işlenir 

ve bu şekilde tanınmaya çalışılır. FFT bu tekniklerden birisidir. Aynı sözcüğü ifade 

eden iki ses sinyaline ham hali ile bakıldığında sinyallerin benzerliği zor görünür. Ama 

sinyallerin FFT'sine bakıldığında benzerliği daha kolay görünür. Ancak FFT'si alınan 

sinyaller de bazı ufak farklılıklar içerirler. Şekil 6.3’de “Evet” kelimesinin ham ses 

sinyali hali ve Şekil 6.4’de Fourier dönüşümü sonucunda elde edilmiş hali 

görülmektedir. 
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Şekil 6.3. Ham ses sinyali 
 
 
 
 

 
 

Şekil 6.4 FFT’si alınmış sinyal 
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Örneğin, ham radyo dalgası verileri zamanla değişirler. Bunu bir grafik gösterim 

olarak düşünürsek, zaman yatay x ekseninde iken sinyal kuvveti (hava basıncı) dikey y 

eksenindedir. Ham haldeki bu radyo teleskop verisi pek kullanışlı değildir. Esas görmek 

istenilen, sinyalin içinde sabit (ve güçlü) tonların mevcut olup olmadığıdır. Daha çok, 

yatay x ekseninde frekansın ve dikey y ekseninde kuvvetin olduğu bir grafiği tercih 

edilir. Tek bir frekans üzerinde kuvvetli bir sinyal olasılığını gösterir.  

Zaman boyutlu bir veri setini frekans boyutlu bir veri setine dönüştürmek için 

"Hızlı Fourier Dönüşümü - Fast Fourier Transform" ya da kısaca FFT denilen göreceli 

olarak karmaşık sayılabilecek bir matematiksel işlem uygulanır. Elde edilen FFT 

katsayıları ses tanımada bir YSA'ya giriş vektörü olarak verilebilir. 

FFT modülü bellekte bulunan PCM formatındaki veri üzerinde YSA’nın 

ihtiyacını karşılayacak kadar örneği yine YSA’nın ihtiyaç duyduğu zaman aralıklarında 

alarak Fourier dönüşümü uygulayıp belleğin başka bir kısmına kaydedecektir. 

Bulunan bu frekanslar ve bu frekansların genlikleri insan gözüyle fark 

edilebilecek kadar belirgindir. Ancak bilgisayar ortamında bu işi YSA’lar 

yapabilmektedir. 

Bu modülde yapılan işlem, bir bellek bölgesine 64 x n boyutlu bir matris 

yazmaktır. Bu matrisin her bir satır elemanı 128 örneklemelik bir PCM çıktısından 

alınmış Fourier dönüşümü sonucudur. Bu arka arkaya sıralanmış çıktılar YSA 

modülünün sesi tanıması için yeterlidir. YSA modülü bu matris üzerinde doğrudan 

işlem yapar. İki modül arasında başka herhangi bir veri alış verişi veya kontrol alış 

verişi olmamaktadır. 

FFT modülü 128 adetlik örneklemeler için çalışacaktır. Çünkü frekansların 

doğru bir şekilde ortaya koyulabilmesi için ideal seçimlerden biridir. Ayrıca 128’in 

üzerindeki sayıların Fourier dönüşümü, dönüşümün yapısı nedeniyle karmaşıklığı 

logaritmik seviyede artırmaktadır Bu seviyede işlemleri bilgisayar yapacağı için 

karmaşıklığın bir önemi yokmuş gibi görünse de logaritmik artan karmaşıklık, 

işlemlerin sonuçlarının alınmasını da logaritmik olarak geciktirmektedir. Bu nedenle 

128 adetlik örnekleme yeterlidir. 

Fourier dönüşümü sonucunda 128 adet örnekleme kullanılarak iki adet 64 + 64 

elemanlı dizi elde edilmektedir. Bir dizi dönüşümün reel, diğer dizi ise imajiner kısmını 

elde etmektedir. YSA için reel kısım yeterlidir. Bu dizinin her bir elemanı 
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22050/128’den hesaplarsak yaklaşık 172 Hz farkla 128 tane frekansın genlik değerini 

içermektedir. 

Önemli hesaplamaları gerektiren problemlerin büyük bir kısmında FFT ve 

spektral metotlar yatar. 

FFT algoritmasının iki bölümü vardır. Birinci bölümde veriler ters sırada olacak 

şekilde çevrilir. İkinci bölüm ise dışsal bir döngü içermektedir. İşlemin her bölümü 

Danielson-Lanczos ön kuramı ile hesaplanmış alt dönüşümleri kullanır (Danielson ve 

Lancsoz, 1942). Böylelikle iki bölüm birleştirilmektedir. İşlem Sinüs ve Kosinüs 

trigonometrik fonksiyonlarının dışarıdan çağrılmasını engellediği için daha etkilidir. 

FFT modülü N. M. Brenner’ın orijinal olarak yazdığı FFT kodu baz alınarak 

yazılmıştır (Brenner ve Rader, 1976). Koda ait veri akış diyagramı Şekil 6.5’deki 

gibidir. 
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İ < 64

j > i

temp = veri [j]
veri [j] = veri [i]
veri [i] = temp
temp = veri [j+1]

veri [j+1] = veri [i+1]
veri [i+1] = temp

m = 128

m > 2
j > m

j = j – m
m = m/2

j = j + m
i = i + 2

mmax = 2

1 3

EVET

EVET

EVET

HAYIR

HAYIR

HAYIR

Basla

PCM 
Örnekleme 

Sayısı > 128

YSA Modülünü 
Çağır

j=1  i=1
veri[1..128]=128 adet 

örnekleme

HAYIR

EVET
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Şekil 6.5. FFT Veri Akış Diyagramı 

1 3

n > mmax

istep = mmax << L
theta = 6.28318530717959

wtemp = sin(0.5*theta)
wpr = -2.0*wtemp*wtemp

wpi = sin(theta)
wr = 1.0
wi = 0.0

mmax = istep

i = m

m = 1

m< mmax

i  <=  n

j = i + mmax
tempr = wr*veri[j] – wi+veri[j+1]
tempi = wr*veri[j+1] + wi+veri[j]

veri[j] = veri[i] – tempr
veri[j+1] = veri[i+1] – tempi

veri[i] = veri[i] + tempr
veri[i+1] = veri[i+1] + tempi

j = j + m
i = i + 2

HAYIR

EVET

HAYIR

EVET

EVET

HAYIR
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Girdi değerleri 2n adet veri dizisi (veri[1…2*nn]), isign +1 veya -1 olan 

dönüşümün yönünü belirleyen parametredir. nn parametresinin kompleks veri dizisinin 

bir argümanı olduğuna dikkat ediniz. Gerçek dizinin boyutu 2*nn kadardır. Başka bir 

deyişle veri[1] fo’nun gerçek kısmı, veri[2] ise fo’nun imajiner kısmıdır. FFT fonksiyonu 

Fn paketlerini aynı biçimde geri döndürür. nn kompleks veri biçimindedir.   

Fo bileşeninin sıfır frekansının reel ve imajiner kısmı veri[1] ve veri[2]’de, sıfır 

olmayan en küçük pozitif frekansın reel ve imajiner kısımları veri[3] ve veri[4]’de, en 

küçük sıfıra eşit olmayan negatif frekansın reel ve imajiner kısımları veri[2*nn-1] ve 

veri[2*nn]’dedir. Pozitif frekans bileşenleri veri[5] ve veri[6]’dan başlayarak veri[nn-1] 

ve veri[nn]’e kadar, negatif frekans bileşenleri ise veri[2*nn-3] ve veri[2*nn-2]’den 

başlayarak veri[nn+3] ve veri[nn+4]’e kadardır. Son olarak veri[nn+1] ve veri[nn+2]’de 

en üst pozitif ve en üst negatif frekansın reel ve imajiner kısımları saklanmaktadır. 

Fonksiyonun veriler üzerinde veri[1]’den itibaren işlem yaptığı unutulmamalıdır 
 
 
 
6.2.3. YSA modülü 
 
 
 
 YSA modülü frekanslarına ayrılmış kelimenin eğitilmiş yapay sinir ağı 

yardımıyla fonemlerinin tanınarak kelimenin elde edilmesi işlemini gerçekleştirir. 

 Yapay sinir ağları, biyolojik sinir ağları model alınarak geliştirilmiş, ağırlıklı 

bağlantılar aracılığıyla bir birine ilişkilendirilmiş, her biri, sınırlı da olsa, kendi 

belleğine sahip işlem elemanlarından oluşmuş paralel ve dağıtılmış bilgi işlem 

elemanlarıdır. 

Yapay sinir ağlarının genel kullanım alanları sınıflandırma, tahmin etme ve 

modellemedir. Bu bağlamda sistemimiz, frekansları ve genlikleri çıkarılmış olan 

fonemleri tahmin etme işlemini gerçekleştirecektir. Tezde uygulamasını yaptığımız 

Yapay sinir ağı modeli Çok katmanlı perseptron sinir ağı modelidir. Bu ağ üzerinde geri 

yayılımlı öğrenme algoritması uygulandı. Çok katmanlı perseptronlar özellikle 

mühendislik uygulamalarında en çok kullanılan ağ modelidir. Bir çok öğrenme 

algoritmasının bu ağı eğitmede kullanılabilir olması, bu ağın yaygın kullanılmasına 

neden olmuştur. Diğer taraftan bir çok uygulamalarda kullanılmış en yaygın öğrenme 

algoritması da Geri Yayılımlı Öğrenme algoritmasıdır. Geri Yayılımlı Öğrenme, 
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yayılım ve uyum gösterme (Propagate - Adapt) olmak üzere iki aşamada gerçekleşir. 

Geri yayılım ağı katmanlar arasında tam bir bağlantının bulunduğu Çok katmanlı 

(Multiplelayer) ve İleri beslemeli (Feedforward) olarak eğitilen bir YSA modelidir. 

Şekil 6.6’da Çok katmanlı bir perseptronda ileri besleme yapısı bağlantıları ile 

gösterilmiştir. Burada girdi katmanındaki nöronlar X ile, gizli katmandakiler Z ile ve 

çıktı katmanındakiler ise Y ile gösterilmiştir. Ağırlık değerlerinin karışmaması amacıyla 

girdi katmanı ile gizli katman arasındaki ağırlıklar v ile, gizli katman ile çıktı katmanı 

arasındaki ağırlıklar ise w ile gösterilmiştir. Şekilde sadece ileri beslemeli bağlantılar 

gösterilmiştir. 
 
 
 

 
                            Şekil 6.6. Çok katmanlı perseptronda ileri besleme 
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Bu gösterimde işaret akışı değerlendirilebilir. Sisteme eğitim için beslenen girdiler 

gizli nöronlara (Zi) aktarılır. Her bir gizli nöron, etkinleştirme değerini hesaplayarak 

çıktılarını çıktı nöronlarına (Yi) gönderir. Çıktı nöronları da etkinleştirme değerlerini 

hesaplayarak, beslenen girdiye karşılık sistemin çıktısını hesaplar. Her bir çıktı nöronu 

elde ettiği etkinleştirme değeri yk’yı hedef değer tk ile karşılaştırır ve δk gibi bir hata 

faktörü elde eder. Elde edilen bu hata faktörü, Yk nöronundan bir önceki katmandaki 

Yk’ya bağlantılı nöronlara gönderilir ve daha sonra aradaki ağırlık değerlerinin 

günlenmesinde kullanılır. Benzer şekilde her bir Zj gizli nöronu için de δj hesaplanır ve 

bu değer de girdi katmanı ile gizli katman arasındaki ağırlıkların güncellenmesinde 

kullanılır. Ağırlık güncelleme işlemi bütün δ faktörleri hesaplandıktan sonra 

gerçekleştirilir. Zj gizli nöronu ile Yk çıktı nöronu arasındaki wjk şekindeki bir ağırlığın 

güncellenmesi sırasında δk hata faktörü ve zj etkinleştirme değeri kullanılır. Aşağıda geri 

yayılımlı öğrenme algoritması verilmiştir. 
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Eğitim girdileri kümesinin tamamının sisteme bir defa beslenmesine bir ‘devir’ adı 

verilir Ağırlıkların güncellenmesi sırasında kullanılan iki genel yöntem bulunur. 

Bunlardan birincisinde yukarıda verilen algoritmada olduğu gibi ağırlık güncellemesi 

her bir girdiden sonra yapılır. Kullanılan ikinci yöntem toplu (batch) güncelleme yapar. 

Bu yöntemde sisteme bir devir boyunca girdilerin beslenmesi beklenir ve ağırlık 

güncelleme işlemi her devir sonunda topluca yapılır.  

Geri Yayılımlı Öğrenme algoritmasının çok katmanlı perseptronda (MLP) 

uygulanmasında çıktı verisinin elde edilmesine ait veri akış diyagramı Şekil 6.7.’de, 

eğitim aşamasına ait veri akış diyagramı ise Şekil 6.8.’de görülmektedir. 
 
 
 
 
 
 
 
 

 Algoritma   
1. Ağırlıklara ilk değerlerin verilmesi (rasgele küçük sayılar)   
2. Durdurma kriterine kadar 3-10 adımları tekrarla  

3. Her eğitim vektörü x:t için 4-9 adımları tekrarla 
4. x i  girdi sinyalini al, bir üst katmana gönder    
5. Her gizli nöron için ağırlıklı girdiyi hesapla 

z_in j   =   Σ xi vij 
     etkinleştirme fonksiyonunu uygula 

z j  = f (z_inj) 
     bu değeri bir üst katmana gönder 
6. Her çıktı nöronu için ağırlıklı girdiyi hesapla   

y_in k   =  Σ zj wjk 
     etkinleştirme fonksiyonunu uygula 

y k  = f (y_ink) 
     ve çıktı sinyalini elde et 
7. Her çıktı nöronunda hatayı hesapla  

δ k  = (t k - yk)  f’(y_ink) 
    ağırlık günleme faktörünü belirle 

∆ w jk  =  α   δk zj 
     δ k  değerini bir alt katmana (gizli katm.) gönder   
8. Her gizli nöron için hata faktörü girdisini hesapla    

δ _in j  =  ∑  δk wjk 
     kendi hata faktörünü hesapla 

δ j  =  δ _in j   f’(z_inj) 
    ağırlık günleme faktörünü belirle 

∆ v ij  =  α   δ j xi 
9. Ağırlıkları günle 
      Çıktı nöronlarının ağırlıklarını günle: 

w jk  (yeni) = wjk (eski) + ∆wjk  
     Gizli nöronların ağırlıklarını günle: 

v ij  (yeni) = vij (eski) + ∆vij  
10.Durdurma kriterini kontrol et. 
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Şekil 6.7 MLP Çıktısı 

 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

Başla

xi girdi sinyalini al, bir üst katmana gönder

Her gizli nöron için ağırlıklı girdiyi hesapla

Etkinleştirme fonksiyonunu uygula

∑= ijvjxjZ_in

)jθjin_(Z fjZ +=

Her çıktı nöronu için ağırlıklı girdiyi hesapla

Etkinleştirme fonksiyonunu uygula
∑= ikWizkin_Y

)kΦkin_(Y ifkY +=

Çıktı sinyalini elde et

SON

Başla

xi girdi sinyalini al, bir üst katmana gönder

Her gizli nöron için ağırlıklı girdiyi hesapla

Etkinleştirme fonksiyonunu uygula

∑= ijvjxjZ_in

)jθjin_(Z fjZ +=

Her çıktı nöronu için ağırlıklı girdiyi hesapla

Etkinleştirme fonksiyonunu uygula
∑= ikWizkin_Y

)kΦkin_(Y ifkY +=

Çıktı sinyalini elde et

SON
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                                            Şekil 6.8. MLP Eğitim 

Başla

Ağırlıklara ve eşik değerlerine ilk değerlerin verilmesi

Durdurma kriterine kadar

Her eğitim vektörü x:i için

x girdi sinyalini al, bir üst katmana gönder

Her gizli nöron için ağırlıklı girdiyi hesapla

Etkinleştirme fonksiyonunu uygula

∑= ij vjxjZ_in

)jθj(Z_in fjZ +=

Her çıktı nöronu için ağırlıklı girdiyi hesapla

Etkinleştirme fonksiyonunu uygula

∑= jk WjzkY_in

)kk(Y_in fkY φ+=

Her çıktı nöronunda hatayı hesapla

Ağırlık günleme faktörünü belirle

)k(Y_in f  )kyk(tkδ ′−=

k Zi αik∆w δ=

Her gizli nöron için hata faktörü girdisini hesapla

Kendi hata faktörünü hesapla

Ağırlık günleme faktörünü belirle

∑δ=δ jkWkjin_

)j(Z_in f jin_j ′δ=δ

ix j ijv δα=∆

Her gizli nöron için hata faktörü girdisini hesapla

Gizli nöronların ağırlıklarını günle

k)eski(k)yeni(k   
jkW)eski(jkW)yeni(jkW

αδ+φ=φ

∆+=

j)eski(j)yeni(j

ijv)eski(ijv)yeni(ijv

αδ+θ=θ

∆+=

SON

Başla

Ağırlıklara ve eşik değerlerine ilk değerlerin verilmesi

Durdurma kriterine kadar

Her eğitim vektörü x:i için

x girdi sinyalini al, bir üst katmana gönder

Her gizli nöron için ağırlıklı girdiyi hesapla

Etkinleştirme fonksiyonunu uygula

∑= ij vjxjZ_in

)jθj(Z_in fjZ +=

Her çıktı nöronu için ağırlıklı girdiyi hesapla

Etkinleştirme fonksiyonunu uygula

∑= jk WjzkY_in

)kk(Y_in fkY φ+=

Her çıktı nöronunda hatayı hesapla

Ağırlık günleme faktörünü belirle

)k(Y_in f  )kyk(tkδ ′−=

k Zi αik∆w δ=

Her gizli nöron için hata faktörü girdisini hesapla

Kendi hata faktörünü hesapla

Ağırlık günleme faktörünü belirle

∑δ=δ jkWkjin_

)j(Z_in f jin_j ′δ=δ

ix j ijv δα=∆

Her gizli nöron için hata faktörü girdisini hesapla

Gizli nöronların ağırlıklarını günle

k)eski(k)yeni(k   
jkW)eski(jkW)yeni(jkW

αδ+φ=φ

∆+=

j)eski(j)yeni(j

ijv)eski(ijv)yeni(ijv

αδ+θ=θ

∆+=

SON
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7. SİSTEMİN GERÇEKLEŞTİRİMİ 
 
 
 
 
 Bu bölümde tez çalışması kapsamında geliştirilmiş olan uygulama ele 
alınmaktadır. Sistemimizdeki modüllere ait kod parçaları, yerine getirdikleri görevler 
anlatılarak verildi. Programlama için Borland C++ 6.0 dili kullanıldı. 
 
 
 
7.1 Ses Dalgası Ayrıştırma ve Çözümleme Modülünün Gerçekleştirimi 
 
 
 

Bu bileşende amaç sayısal ses dosyasının belirlediğimiz ses dosyası formatına 

uygunluğunu denetlemektir. İstenen format tek kanallı, 16 bit olarak kaydedilmiş, 

22050 örnekleme frekansında olmasıdır. 

TWaveFile sınıfı içindeki fonksiyonlar ve görevleri şunlardır: 

Riff ses dosyası olup olmadığı kontrolünün yapıldığı kod kısmı aşağıdaki 

gibidir: 
 

if(FHeader->ChunkID!=RIFF_VALUE){ 

  throw(*(new UnknowFormatException("Bilinmeyen Format:!Riff"))); 

  } 

Ses dosyası olup olmadığı kontrolünün yapıldığı kod kısmı aşağıdaki gibidir: 
 

if(FHeader->Format!=WAVE_VALUE) { 

  throw(*(new UnknowFormatException("Bilinmeyen Format:!Wave"))); 

   } 

 

Ses dosyasının tek kanal olup olmadığı kontrolünün yapıldığı kod kısmı 

aşağıdaki gibidir: 
 

if(FHeader->NumChannels!=WAVE_CHANNEL_MONO){ 

  throw(*(new InvalidVersionException("Desteklenmeyen Surum:!Mono"))); 

  } 

 



 63  

Ses dosyasının 16 bit kaydedilmiş olup olmadığının kontrolünün yapıldığı kod 

kısmı aşağıdaki gibidir:  
 

if(FHeader->BitsPerSample!=16){ 

 throw(*(new InvalidVersionException("Desteklenmeyen Surum:!16bit"))); 

 } 

        

Ses dosyası örnekleme frekansının 22050 olup olmadığı kontrolünün yapıldığı 

kod kısmı aşağıdaki gibidir: 
 

if(FHeader->SampleRate!=22050){                  

throw(*(new InvalidVersionException("DesteklenmeyenSurum:!22050hz"))); 

} 

 

Aynı aşamada bileşen, ses verisini Hızlı Fourier Dönüşümü uygulamak üzere 

128*16 bitlik üste üste binmiş bloklara dönüştürür. Buradaki üst üste bindirme oranı 0.5 

olarak alınmıştır: 
 

// FBlockSize = 128*16 bit; 

// FData.Size = Ses verisinin uzunluğu; 

// FOverlapped = FBlockSize*0.5; 

 

queue<fVector> TWaveFile::getBlocks(){  

     if (FBlockSize==0){ 

         throw(*(new InvalidValueException("Geçersiz blok uzunluğu 

ataması")));      } 

     if (FOverlapped==0){ 

         throw(*(new InvalidValueException("Geçersiz overlap uzunluğu 

ataması")));      } 

 

queue<fVector> Que; 

fVector *v; 

 for(unsigned int i=0;(i+FBlockSize)<FData.size();  i+=FOverlapped){ 

// üst üste bindirerek 

    v=new fVector(FBlockSize); 

    unsigned int k=0; 

     for(unsigned int j=i;j<i+FBlockSize;j++){ //herbir blok parçasını 

     v->at(k++)=FData.at(j); // Datadan çek 
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     } 

     Que.push(*v); // kuyruğa ekle 

 } 

 return Que; 

 
 
 
7.2 FFT Modülünün Gerçekleştirimi 
 
 
 

Özellik vektörünün çıkarılması bu bölümde gerçekleştirilmektedir. 

TDataProcessor sınıfı içersinde kullanılan fonksiyonlar ve görevleri şunlardır: 

 

Fourier dönüşümü yapılan kod kısmı aşağıdaki gibidir: 

 
void fft_fVector ( 

      unsigned  NumSamples, 

      int InverseTransform,     

      fVector &RealIn,               

      fVector &ImagIn,          

      fVector &RealOut, 

      fVector &ImagOut )       

 

Burada NumSamples argümanı dönüşüm yapılacak vektör uzunluğunu belirtir. 

2’nin üsleri olmalıdır.  

InverseTransform dönüşümün yönünü belirler. 0 verilirse genlik-zaman 

alanından frekans-genlik alanına, 1 verilirse frekans-genlik alanından genlik-zaman 

alanına dönüşüm yapar.  

RealIn, giriş sinyalinin reel (real) kısmını temsil eder. ImagIn, giriş sinyalinin 

imajiner (imaginal) kısmını temsil eder. RealOut, çıkış sinyalinin reel kısmını temsil 

eder. ImagOut, çıkış sinyalinin imajiner  kısmını temsil eder. 

PCM kodlanmış bir ses sinyali, genlik- zaman biçiminde kodlanmıştır. Fourier 

dönüşümünde RealIn argümanına karşılık gelir. ImagIn vektörü 0 değerlikli kabul 

edilmelidir. Çıktı olarak üretilen RealOut ve ImagOut vektörlerinin her bir k indisli 

elemanı )(*)()(*)()( kIkIkRkRkA +=  ifadesinde kullanılır ve ilgili frekans 
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noktasındaki {k} genliğe karşılık gelir. Elde edilen yeni A vektörü içindeki her bir 

eleman, (örnekleme frekansı / NumSamples) bağıntısıyla verilen frekansın genliğini 

verir.  

TDataProcessor sınıfının fft() metodunda hızlı fourier dönüşümü yapmak üzere 
fft_fVector() çağrılır ve genlik vektörü (FAVector)  oluşturulur. 
 
void TDataProcesser::fft(){ 

   if (FReady==false) { 

     throw (*(new ClassNotReadyException(" Nesne hazır değil! "))); 

     } 

   fVector ORVector(FRVector.size()),OIVector(FRVector.size()); 

 

   fft_fVector(FRVector.size(),0,FRVector,FIVector,ORVector,OIVector); 

 

 

   for(unsigned i=0; i< FAVector.size();i++) { 

    FAVector[i]=sqrt(ORVector[i]*ORVector[i]+OIVector[i]*OIVector[i]); 

    } 
 

TDataProcessor sınıfının NumberOfBitsNeeded() metodu, ReverseBit()  

metodunca, verilerin simetriğini almak  için ihtiyaç duyulan bit sayısını döndürür: 
 

unsigned TDataProcesser::NumberOfBitsNeeded ( unsigned PowerOfTwo ) 

{    

if (PowerOfTwo < 2) { 

  throw (*(new InvalidValueException(((AnsiString) PowerOfTwo) + 

  "Uygun olmayan değer işlenmek istendi!"))); 

  } 

   for (unsigned int i=0; ; i++) { 

        if (PowerOfTwo & (1 << i))  { 

         return i; 

        } 

   } 

} 

 

TDataProcessor sınıfının ReverseBits() metodu FFT algoritmasının 

uygulamasıdır: 
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Unsigned TDataProcesser::ReverseBits (unsigned index,unsigned NumBits) 

{ 

    unsigned i, rev; 

    for ( i=rev=0; i < NumBits; i++ ) 

    { 

        rev = (rev << 1) | (index & 1); 

        index >>= 1; 

    } 

    return rev; 

} 

 

TDataProcessor sınıfının Index_to_frequency() metodu fft_fVector içerisinde 

kullanılır. İndisli frekansın değerini döndürür: 
 

double TDataProcesser::Index_to_frequency (unsigned NumSamples, 

unsigned Index) 

{ 

  if ( Index >= NumSamples ) 

  { 

        return 0.0; 

    }else if ( Index <= NumSamples/2 ) 

    { 

        return ((double)Index / (double)NumSamples); 

    } 

    return (-(double)(NumSamples-Index) / (double)NumSamples); 

} 

 

TDataProcessor sınıfının fft_fVector metodu iki girdi vektörü iki çıktı 

vektörünü argüman olarak alıp, FFT uygulayan metottur: 
 

void TDataProcesser::fft_fVector ( 

    unsigned  NumSamples,         /* ikinin üssü olmalıdır */ 

    int       InverseTransform, /* ileri FFT için 0, ters FFT için 1*/ 

    fVector   &RealIn,        /* örneklem giriş dizisi reel kısmı */ 

    fVector   &ImagIn,      /* örneklem giriş dizisi imajiner kısmı */ 

    fVector   &RealOut,        /* çıktı dizisi reel kısmı */ 

    fVector   &ImagOut ) 

{ 
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    #define  DDC_PI  (3.14159265358979323846) 

    #define BITS_PER_WORD   (sizeof(unsigned) * 8) 

 

    unsigned NumBits;    /* Number of bits needed to store indices */ 

    unsigned i, j, k, n; 

    unsigned BlockSize, BlockEnd; 

    double angle_numerator = 2.0 * DDC_PI; 

    double tr, ti;     /* temp real, temp imaginary */ 

        if ( InverseTransform ) 
        angle_numerator = -angle_numerator; 

        NumBits = NumberOfBitsNeeded ( NumSamples ); 

        for ( i=0; i < NumSamples; i++ ) 

        { 

          j = ReverseBits ( i, NumBits ); 

          RealOut[j] = RealIn[i]; 

             if (ImagIn.size()==0) 

             { 

                ImagOut[j]=0; 

             }else 

             { 

                ImagOut[j]=ImagIn[i]; 

        } 

    } 

    BlockEnd = 1; 

    for ( BlockSize = 2; BlockSize <= NumSamples; BlockSize <<= 1 ) 

    { 

        double delta_angle = angle_numerator / (double)BlockSize; 

        double sm2 = sin ( -2 * delta_angle ); 

        double sm1 = sin ( -delta_angle ); 

        double cm2 = cos ( -2 * delta_angle ); 

        double cm1 = cos ( -delta_angle ); 

        double w = 2 * cm1; 

        double ar[3], ai[3]; 

        double temp; 

        for ( i=0; i < NumSamples; i += BlockSize ) 

        { 

            ar[2] = cm2; 

            ar[1] = cm1; 

            ai[2] = sm2; 
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            ai[1] = sm1; 

            for ( j=i, n=0; n < BlockEnd; j++, n++ )       { 

                ar[0] = w*ar[1] - ar[2]; 

                ar[2] = ar[1]; 

                ar[1] = ar[0]; 

                ai[0] = w*ai[1] - ai[2]; 

                ai[2] = ai[1]; 

                ai[1] = ai[0]; 

                k = j + BlockEnd; 

                tr = ar[0]*RealOut[k] - ai[0]*ImagOut[k]; 

                ti = ar[0]*ImagOut[k] + ai[0]*RealOut[k]; 

                RealOut[k] = RealOut[j] - tr; 

                ImagOut[k] = ImagOut[j] - ti; 

                RealOut[j] += tr; 

                ImagOut[j] += ti; 

             } 

        } 

        BlockEnd = BlockSize    } 

 

 
 
 
7.3 YSA Modülünün Gerçekleştirimi 
 
 
 

FFT uygulanmış ses vektörü bu modül içerisinde sınıflandırılır. Bu işlem için 

yapay sinir ağının fonemleri ayırt edici ağırlık değerlerine sahip olması gerekir. Bu 

bağlamda ağın eğitilmesi işlemi uygun ağırlık değerlerinin bulunması olarak ifade 

edilebilir.  

 Kullanılan yapay sinir ağı modeli ileri beslemeli ve hata geri yayılımlıdır. Bu 

nedenle eğitim için bir küme tanımlanmış ve küme içerisinde ağ girdisi ve girdiye 

karşılık beklenen değer birlikte verilmiştir. 

Ağın eğitiminde ve çalıştırılmasında kullanılan metotlar şunlardır: 

BuildNet() metoduyla girdi katman, gizli katman ve çıktı katman nöron sayıları 

verilerek ağ inşa edilir. Prototipi aşağıdaki gibidir: 
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void BuildNet( 

     unsigned long InL, // girdi katman nöron sayısı 

     unsigned long HidL, // gizli katman nöron sayısı 

     unsigned long OutL, // çıktı katman nöron sayısı 

     )  

 

ExecNet() metodu girdi değerlerini kullanarak uygun çıktı değerini üretir. Bu 

metotla ağın ileri beslemesi gerçekleştirilir. Prototipi aşağıda verilmiştir: 
 

 void ExecNet(); 

 

BatchExecute() metodu, girdi değerlerini bir dosyadan okur, ağı her bir veri seti 

için çalıştırır ve her bir sonucu yine bir dosyaya aktarır. Burada ExecNet() metodu içsel 

olarak kullanılır. Prototipi şöyledir: 

 
void BatchExecute(); 

 

PropagateInToHidden() metodu, girdi katı verisini, gizli kat nöronlarının ağırlık 

değerleri ile çarparak her bir gizli kat nöron değerini hesaplar, bunlar için etkinleştirme 

fonksiyonunu uygular, ve her gizli kat nöronu için çıktı değerini üretir. Prototipi 

şöyledir: 

 
void PropagateInToHidden(); 

 

PropagateHiddenToOut() metodu her gizli katı nöronun çıktı değerini, çıktı katı 

nöronları ağırlık değerleri ile çarparak her bir çıktı kat nöronu için net girdi değeri 

olarak alır ve etkinleştirme fonksiyonu uygulayarak ‘ağın çıktı değerini’ hesaplar. 

Prototipi aşağıda verilmiştir: 

  
void PropagateHiddenToOut(); 

 

InitWeights() metodu, ağın eğitimine başlanmadan önce ağırlık matrisine ilk 

değer ataması yapar. Prototipi aşağıdaki gibidir: 
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void InitWeights(); 

 

InitTresholds() metodu, ağın eğitimine başlanırken ağ eşik değerlerine ilk değer 

ataması yapar.  Prototipi aşağıda verilmiştir: 

 
void InitTresholds(); 

 

ComputeOutError(), ağın eğitim sürecinde, girdi değerine karşılık üretilen çıktı 

değeri ile beklenen çıktı değerlerinden yararlanarak çıktı katmanı hata vektörünü 

hesaplar. Metot şöyledir: 

 
void BaseMLP::ComputeOutError() 

 { 

  unsigned long    i; 

  double CurrentError=0; 

 

 

    for(i=0;i<FSizeOutput;i++) 

    { 

       // türev*hata 

   OutError[i]=(double)(OutLayer[i]*(1-             

OutLayer[i]))*(OutExpected[i]-OutLayer[i]); 

       CurrentError=(double)CurrentError+fabs(OutExpected[i]-

OutLayer[i])*100; 

          } 

FRunningError=(double)CurrentError/FSizeOutput; 

} 

 

ComputeHiddenError() metodu, ağın eğitim sürecinde, çıktı katman hata 

vektörünü girdi olarak alır ve gizli katman hata vektörünü hesaplar. Metot aşağıda 

verilmiştir: 

 
void BaseMLP::ComputeHiddenError() 

{ 

   unsigned long i,j; 
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   double Receiver; 

   for(i=0;i<FSizeHidden;i++) 

   { 

      Receiver=0; 

      for(j=0;j<FSizeOutput;j++) 

      { 

         Receiver+=(double)HiddenToOut[i][j]*OutError[j]; 

      } 

HiddenError[i]=(double)HiddenLayer[i]*(1-

HiddenLayer[i])*Receiver; 

   } 

} 

 

AdjustInToHidden() metodu, ağın eğitim sürecinde, gizli kat hata vektöründen 

yaralanarak her bir gizli katman nöronu ağırlık değeri için hata faktörleri hesaplar ve 

gizli katman ağrılık matrisinin yeni değerini hesaplar. Metot aşağıda verilmiştir: 

 
void BaseMLP::AdjustHiddenToOut() 

{ 

        unsigned long i,j; 

        double Delta; 

 

        for(i=0;i<FSizeOutput;i++) 

        { 

           for(j=0;j<FSizeHidden;j++) 

           { 

Delta=(double)(FLearningRate*HiddenLayer[j]*OutError[i]) +          

(double)(FMomentum*OldHiddenToOutDelta[j][i]); 

                HiddenToOut[j][i]=HiddenToOut[j][i]+Delta; 

                OldHiddenToOutDelta[j][i]=Delta; 

           } 

        } 

        for(i=0;i<FSizeOutput;i++) 

        {           

OutTreshold[i]=(double)OutTreshold[i]+FLearningRate*OutError[i]; 

        } 

} 
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AdjustHiddenToOut() metodu, ağın eğitim sürecinde, çıktı kat hata vektöründen 

yaralanarak her bir çıktı katman nöronu ağırlık değeri için hata faktörlerini hesaplar ve 

gizli katman ağrılık matrisinin yeni değerini hesaplar. Metot aşağıda verilmiştir: 

 
void BaseMLP::AdjustHiddenToOut() 

{        unsigned long i,j; 

        double Delta; 

        for(i=0;i<FSizeOutput;i++) 

        { 

           for(j=0;j<FSizeHidden;j++) 

           { 

Delta=(double)(FLearningRate*HiddenLayer[j]*OutError[i]) + 

                        (double)(FMomentum*OldHiddenToOutDelta[j][i]); 

                HiddenToOut[j][i]=HiddenToOut[j][i]+Delta; 

                OldHiddenToOutDelta[j][i]=Delta; 

           } 

        } 

        for(i=0;i<FSizeOutput;i++){ 

      OutTreshold[i]=(double)OutTreshold[i]+FLearningRate*OutError[i]; 

        } 

} 

InitTrainer() ağı eğitime hazırlar. Bu metot içerisinde eğitim için kullanılacak 

matrisler oluşturulur ve  InitWeights() ile  InitTresholds() metotları içsel olarak çağrılır. 

Prototipi şöyledir: 

 
void InitTrainer(); 

 

LoadIOPairSet() metodu, eğitim için girdi değeri-beklenen çıktı değer 

vektörlerini ağa yükler. Prototipi aşağıda verilmiştir: 

                 
void LoadIOPairSet(char *FileName); 

 

TrainNet() metodu, uygunluk kriterine ulaşılana kadar her girdi-beklenen 

vektörü için ağı çalıştırır, ağın hata değerini hesaplar  ağırlık güncelleme faktörlerini 

bulur ve ağırlık matrislerini günceller. Metot aşağıda verilmiştir: 
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void BaseMLP::TrainNet(){ 

        int i; 

        unsigned int Current; 

        // uygunluk kriterine kadar 

        for(i=0;(i<FEpoch);i++){ 

            // rastgele girdi-beklenen çifti seç 

            Current=random(FInputOutputPairCount); 

             

           // gerekli atamaları yap 

            memcpy(InLayer,&IOPairSet[Current][0], 

            sizeof(double)*FSizeInput); 

            memcpy(OutExpected,&IOPairSet[Current][FSizeInput], 

                        sizeof(double)*FSizeOutput); 
            

           // ağı çalıştır 

                 ExecNet();  

  

           // çıktı katı ve gizli katı hatalarını hesapla 

                   ComputeOutError(); 

                   ComputeHiddenError(); 

 

          // ağırlıkları güncelle 

                   AdjustHiddenToOut(); 

                   AdjustInToHidden(); 

 

                 //printf("%d %lf \n", i,FRunningError); 

                 if (FRunningError<FTolerance){ 

                        break; 

                 } 

        } 

}  

 

Uygulamamız mevcut hali ile istediğimiz performansı gösterememiştir. Ancak 

uygulamamız bu tez kapsamında tatmin edici başarıyı göstermiştir. 
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8. SONUÇ 
 
 
 
 
 Bu çalışmada ses tanıma konusu incelenmiş, yapay sinir ağları kullanarak bir ses 

tanıma sistemi geçekleştirilmeye çalışılmıştır. Amaçladığımız konuşmacı bağımlı, 

fonem tabanlı ve belirli kelimeleri tanımasını istediğimiz bir sistemdir. Bu doğrultuda 

kısmen de olsa ses tanıma amacımız gerçekleşmiştir.  

 Sisteme ses verisi girildiğinde ilk olarak Ses Ayrıştırma ve Çözümleme 

Modülünde ses dosyası formatına uygunluğu denetlenmektedir. Ayrıca bu modülde FFT 

modülüne girdi olabilmesi için üst üste bindirme işlemi ile ses verisi 128 örneklemelik 

parçalara bölünür. Buradan elde edilen veri FFT Modülüne giriş olarak verilir. Verilen 

örnekleme verisi üzerinde Fourier Dönüşümü uygulanır. Bu dönüşüm ile ses verisi 

genlik-zaman boyutundan frekans-genlik boyutuna dönüştürülür. Burada amaç ses 

verisinin tanımada gerekli olan önemli özelliklerini çıkarmaktır. FFT modülünden elde 

edilen veri YSA modülüne giriş olarak verilir. Sisteme verilen kelimenin eğitilmiş 

yapay sinir ağı ile fonemleri tanınır. Geliştirdiğimiz sisteme kelime girdiğimizde 

kelimeye ait fonemleri tanıma başarılamadı. Ancak kelimenin fonemleri giriş olarak 

verildiğinde fonem tanıması gerçekleşmiştir.  

 Sistemde sesin kesimlenmesi sırasında farklı bir yöntem kullanılması başarımı 

arttırabilirdi. Çünkü sistemimizde fonem sınırlarının belirlenmesinde zorluklar 

görülmektedir. Ayrıca, yapay sinir ağı modeli olarak Zaman Gecikmeli Yapay Sinir Ağı 

kullanılması sesin zamanla değişen yapısını yakalayabildiği için uygun olabilirdi. Bu da 

bir çözüm yolu olabilir. 
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